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Zusammenfassung

Das Ziel dieser Diplomarbeit war es, eine neue Aggregationsstrategie für
ein Multilevel-Verfahren zur stationären Lösung von Markov-Ketten zu ent-
wickeln. Multilevel-Verfahren an sich sind wesentlich effizienter als das heut-
zutage meist verwendete Gauss-Seidel-Verfahren. Die neue Aggregationsstra-
tegie erreicht bei regelmäßig strukturierten Markov-Ketten mit teilweise ho-
mogenen Übergangsraten eine von der Anzahl der Unbekannten unabhängige
Fehlerreduktionrate, und damit eine konstante Iterationsanzahl. Das stellt
eine Verbesserung gegenüber den üblichen Verfahren dar, deren Lösungsei-
genschaften stark von Problemparametern abhängen. Für Markov-Ketten,
die mit den bisherigen Multilevel-Verfahren bereits optimal oder gut gelöst
werden konnten, schneidet das Verfahren ebenso gut ab. Damit kann nun eine
weitere Klasse von Markov-Ketten effizient mit Multilevel-Verfahren gelöst
werden.

Abstract

The purpose of this Master thesis was to develop a new aggregation strategy
for a multilevel algorithm to obtain the stationary solution of Markov chains.
Multilevel algorithms in general are much more efficient than the usually em-
ployed Gauss-Seidel algorithm. The new strategy has an error reduction rate
that is independent of the number of unknowns, and therefore needs only a
constant number of iterations, for regularly structured Markov chains with
mostly homogenous transition rates. That is an improvement compared to
the standard solution algorithms, whose characteristics are highly dependant
upon problem parameters. The new method does not result in a loss of per-
formance for Markov chains that could already be solved efficiently with the
older multilevel methods. Therefore, a new class has been added to the group
af Markov chains that can be solved efficiently with mutilevel methods.
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der Vergröberungs- und der Iterationsphase . . . . . . . . . . 47
4.17 Exp2 - Gesamtlaufzeit der Verfahren für gitterförmige Markov-
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Ketten von 100 bis 500 Knoten . . . . . . . . . . . . . . . . . 66

v



4.42 Beispiel einer problematischen Markov-Kette . . . . . . . . . . 68
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Kapitel 1

Einführung

1.1 Motivation

Markov-Ketten sind eine sehr wichtige Klasse von Modellen, die zur Lösung
vieler Simulationsprobleme herangezogen werden können. Generell kann eine
Markov-Kette jedes System mit Übergängen zwischen Zuständen modellie-
ren, und damit kompakt und analysierbar darstellen. Eine besondere Eigen-
schaft der Markov-Ketten ist die Gedächtnislosigkeit. Das bedeutet, dass die
Zukunft eines Systems allein vom gegenwärtigen Zustand abhängt, und nicht
von den vorangegangenen. Dies ist genau die Eigenschaft der Exponentialver-
teilung, welche in realen Systemen oft auftritt. Es können mit Markov-Ketten
aber nicht nur Modelle mit exponential-verteilten Vorgängen dargestellt wer-
den, sondern es ist möglich praktisch alle Wahrscheinlichkeitsverteilungen
durch Markov-Ketten nachzubilden.

Anwendungen Die klassische Anwendung von Markov-Ketten in der Si-
mulation sind Warteschlangensysteme. Hierbei wird jeder mögliche Zustand
des Systems auf einen Knoten der Markov-Kette abgebildet. Die Kanten
zwischen den Knoten bedeuten einen Übergang des Systems von einem in
einen anderen Zustand. Diese Übergänge geschehen unter bestimmten Be-
dingungen, welche durch Gewichtungen der Kanten dargestellt sind. Nun ist
es möglich dieses System unabhängig von einem Simulator zu untersuchen.
Es lässt sich vor allem mit mathematischen Methoden der eingeschwungene
Zustand des Systems ermitteln, und die Wahrscheinlichkeiten in jedem Kno-
ten. Das erspart einem die Simulation für eine lange Zeit laufen zu lassen,
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um diesen Zustand zu erhalten.
Diese Warteschlangensysteme sind beispielsweise in der Telekommunika-

tion wichtig, um computergenerierten Datenverkehr und seine Auswirkungen
auf Netze kurz- und langfristig zu bestimmen und zu untersuchen [Tel00].

Ein weiteres Werkzeug der Simulation sind so genannte Markov chain Mon-
te Carlo Methoden (MCMC). Diese erlauben das Ziehen von Zufallszahlen
aus komplizierten, analytisch und numerisch unzugänglichen Verteilungen.
MCMC-Verfahren werden insbesondere in der modernen, computerintensiven
Bayesinferenz eingesetzt. Vorteile im Vergleich zu herkömmlichen Verfahren
zur Ziehung von Zufallszahlen sind: [FR02]

• Die interessierende Dichte muss nur bis auf eine Normierungskonstante
bekannt sein.

• Es können auch Zufallszahlen aus extrem hochdimensionalen Dichten,
wie sie etwa bei komplexer Bayes-Modellierung auftreten, gezogen wer-
den.

In der Biologie finden MCMC-Methoden Anwendung in der Analyse von
Stammbäumen. Dabei werden sie verwandt, um Gene zurückzuverfolgen und
deren Verbreitung in den Vor und Nachfahren zu schätzen. Bestimmte Wahr-
scheinlichkeiten können bei größeren und komplexeren Netzen/Stammbäum-
en nicht mehr mit exakten Methoden ermittelt werden. Ein beliebtes Beispiel
ist die Zurückverfolgung des B-Blutgruppen-Gens in einer bestimmten Eski-
mo Population [She99].

Markov-Ketten können auch als Modelle für Populationen verwandt wer-
den, wobei die Zustände die Anzahl von Individuen in der Population sind,
und die Übergänge die Wahrscheinlichkeiten repräsentieren, mit denen sich
die Population wie vorgegeben vergrößert oder verkleinert.

In der Medizin können Markov-Ketten als Modelle für die Verbreitung
von Genen und Krankheiten in Populationen verwendet werden. Auch kann
man die wahrscheinliche Anzahl von resistenten Krebszellen nach einer be-
stimmten Behandlungszeit ermitteln [Tan02].

Markov-Ketten können nicht nur in der realen Genetik angewandt wer-
den, sondern auch bei der Analyse von genetischen Algorithmen, zum Bei-
spiel, um vorauszusagen, wann diese in bestimmten absorbierenden Stati an-
gelangen, oder wie lange sie in bestimmten Stati verharren [GS86].
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In der Entwicklung von Benutzeroberflächen kann man Markov-Ketten
verwenden, um Benutzerinteraktion einfacher zu gestalten. Dabei wird ver-
sucht aus dem vergangenen Verhalten des Benutzers seine nächsten Schrit-
te abzuleiten, und nur entsprechende Bedienelemente und Oberflächen zur
Verfügung zu stellen. Dadurch wird beispielsweise der Schritt des Auswählens
eines Gerätes gespart, und dem Benutzer gleich nur dieses auf der intelligen-
ten Fernbedienung angeboten, natürlich mit der Möglichkeit zu wechseln.
Außerdem könnte beispielsweise ein Handy lernen Situationen zu erkennen,
und sich entsprechend verhalten, wie Konferenz - nur Vibration, Schlaf -
umleiten auf Mailbox,... Diese Situationen werden durch bestimmte Umwelt-
und Aktivitätsparameter definiert und dann anhand der Messwerte geschätzt
[Dun03].

Es wurden auch Untersuchungen angestellt, ob es möglich ist Markov-
Ketten zur langfristigen Temperaturvorhersage zu verwenden, da derzeitige
numerische Methoden nicht verlässlich arbeiten, sobald der Zeitraum von
zehn Tagen überschritten wird [MSM00].

Markov-Ketten wurden auch verwendet um die Pro-Kopf Einkommens-
entwicklung in der Europäischen Union zu untersuchen und langfristige Ent-
wicklungen abzusehen. Dabei wurde die Wichtigkeit und Anwendbarkeit des
Modells auf wirtschaftliche Vorgänge hervorgehoben, ebenso wie mögliche
Schwierigkeiten. Es wurde festgestellt, dass sich das Einkommen auf meh-
reren Ebenen stabilisieren wird, wobei diese immer durchlässig sein werden
[Fin97].

Schlussfolgerung Alle diese Anwendungen arbeiten mit Markov-Ketten,
und bei vielen ist die stationäre Lösung der Kette von Bedeutung, also der
eingeschwungene Zustand des Systems. Dieser lässt sich mit Näherungsver-
fahren beliebig genau ermitteln. Viele der entstehenden Ketten sind groß,
das heißt sie haben Hunderte von Knoten und mehr. Die meisten iterati-
ven Verfahren stoßen bei stark ansteigender Knotenanzahl schnell an ihre
Grenzen, da oft die Anzahl der notwendigen Lösungsiterationen mit steigen-
der Problemgröße zunimmt, nicht nur der Rechenaufwand pro Iteration. Ein
schnelles Verfahren zur Lösung solcher Probleme, bei dem die Iterationsan-
zahl konstant bleibt, kann also bei immer größer werdenden Ketten eine große
Zeitersparnis einbringen.

3



1.2 Existierende Lösungen

Zur stationären Lösung von Markov-Ketten wird bislang meist das Gauss-
Seidel-Verfahren angewendet, bzw. das SOR-Verfahren, ein Derivat davon.
Diese Verfahren konvergieren mit Sicherheit für Markov-Ketten, haben aber
meist einen sehr hohen Rechenaufwand. Bei den bisherigen Verfahren konver-
giert das Verhältnis zwischen stark verbundenen Knoten recht schnell, aber
um auch bei schwach verbundenen Knoten das Verhältnis zu glätten, werden
viele weitere Iterationen benötigt.

1.3 Ein neuer Algorithmus

Ein neuer Ansatz zum Lösen von Markov-Ketten lehnt sich an Algebraische
Multigrid-Verfahren an. Dabei wird ein komplexes Gitter vereinfacht, indem
man einzelne Knoten zusammenfasst. Dadurch entsteht rekursiv eine Folge
von kleiner werdenden Gittern, die sich einfacher lösen lassen. Die Lösungen
dieser groben Ebenen lassen sich dann wieder zurück auf die feineren Gitter
bis zum ursprünglichen übertragen [RS87].

Das Multilevel-Verfahren für Markov-Ketten nutzt den Schwachpunkt des
Gauss-Seidel-Verfahrens aus. Die stark verbundenen Knoten, die sich schon
durch wenige Iterationen gut aneinander annähern, werden auf der groben
Ebene zusammengefasst und als ein Knoten behandelt werden. Dann wird
nur noch eine Fehlerkorrektur für die feinere Ebene berechnet. Gleichstark
mit mehreren anderen verbundene Knoten können auch auf diese aufgeteilt
werden. Führt man nun diesen Prozess rekursiv aus, erhält man eine Folge
von kleiner werdenden Markov-Ketten. Werden jeder Vergröberung und dem
Umkehrprozess ein paar Gauss-Seidel-Schritte vorangestellt, so vermindert
sich der Rechenaufwand um Größenordnungen.

In [Lab97] wurde eine algorithmische Erweiterung des Verfahrens vorge-
stellt, die wiederum eine Verbesserung gegenüber dem ursprünglichen ML-
Verfahren darstellt. Bei Ketten mit ausschließlich homogenen Übergangs-
raten konnte sogar eine konstante Anzahl von Lösungsiterationen erreicht
werden.

Die Abbildung der Knoten auf die gröbere Ebene ist nun genau das Thema
dieser Diplomarbeit. Die Aggregationsstrategie, und damit die Frage, welche
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Knoten zusammengefasst werden, und welche nicht, ist von zentraler Bedeu-
tung.

Die bisher verwendete Strategie funktioniert eingeschränkt. Sie ist nicht
optimal auf das Problem, beziehungsweise auf die Ausnutzung der Gauss-
Seidel-Schwachstelle, abgestimmt. Das Verfahren wurde entwickelt, um ho-
mogene Markov-Ketten besser aggregieren zu können. Nur bei Ketten mit
ausschließlich homogenen Übergangsraten konnte aber eine konstante Itera-
tionsanzahl erreicht werden. Bei Ketten in denen homogene Übergangsraten
neben inhomogenen auftreten, funktioniert es nicht. Hier sollen Untersuchun-
gen angestellt werden, hinsichtlich einer verbesserten Aggregationsstrategie.
Die Ergebnisse sollen durch Implementation und ausführliche Tests unter-
mauert und bewiesen werden.

Eine neue Aggregationsstrategie sollte den Nachteil des in [Lab97] vor-
gestellten Verfahrens ausgleichen. Starke homogene Übergangsraten müssen
erkannt werden, egal ob sie isoliert auftreten, oder in Zusammenhang mit
schwächeren. Knoten müssen dahingehend zusammengefasst oder aufgeteilt
werden, wie sie sich im Gauss-Seidel-Verfahren verhalten. Außerdem darf die
neu zu entwickelnde Aggregationsstrategie nicht zu aufwendig sein. Genau-
er werden die Anforderungen des Verfahrens zu Beginn des dritten Kapitels
erläutert.

1.4 Hintergrund

Diese Diplomarbeit wurde angefertigt im Rahmen des 10. Semesters meines
Informatikstudiums an der Otto-von-Guericke-Universität Magdeburg. Be-
treuer war Prof. Graham Horton vom Institut für Simulation und Graphik,
Lehrstuhl für Simulation.

In [HL93] wurde ein neuer Algorithmus entwickelt zur Ermittlung der
stationären Lösung von Markov-Ketten. Dabei wurden Ideen aus den Al-
gebraischen Multigrid-Verfahren verwendet. Dieser Algorithmus verwendet
bei der Vergröberungsstrategie lediglich das Zusammenfassen einzelner Kno-
ten, nicht deren Aufspaltung. In einer [Lab97] wird die Idee der Aufspaltung
einzelner Knoten auf die Nachbarn als Teil der Aggregationsstrategie weiter-
entwickelt, implementiert und getestet. Es zeichnete sich ab, dass ein Mix
der beiden Strategien eine bessere Vergröberungstaktik ergibt.

In dieser Diplomarbeit wird nun eine Aggregationsstrategie entwickelt, die
mehr auf die Eigenschaften von Markov-Ketten im Allgemeinen, und auf die
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spezielle Struktur der Ketten im Einzelnen eingeht, und diese gegebenenfalls
nutzt. Hierbei soll auch getestet werden, ob sich dadurch Verbesserungen
in der Konvergenz des Verfahrens ergeben, wenn auch nur für bestimmte
Klassen von Markov-Ketten, oder ob dazu noch weitergehende Änderungen
im Algorithmus insgesamt notwendig sind.

1.5 Überblick

Im ersten Kapitel wurde eine Einführung zum Thema gegeben, und die Mo-
tivation für diese Arbeit erläutert. Im zweiten Kapitel werden sowohl mathe-
matische Grundlagen zum Thema Markov-Ketten und Lösungsalgorithmen
gelegt, als auch der neue Multilevel-Ansatz eingeführt. Im dritten Kapitel
wird eine neue Aggregationsstrategie entwickelt, und deren Eigenschaften
erläutert. Im vierten Kapitel werden dann durchgeführte Tests beschrieben,
und damit die Eigenschaften der neuen Strategie nachgewiesen. Im fünften
Kapitel werden die Ergebnisse der Arbeit zusammengefasst, und Schlussfol-
gerungen daraus gezogen.
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Kapitel 2

Grundlagen

2.1 Markov-Ketten

In diesem Kapitel werden zunächst mathematische Grundlagen für Markov-
Ketten gelegt, und dann das heute übliche Lösungsverfahren erläutert. Dann
wird das Multilevel-Verfahren eingeführt, und die algorithmische Erweiterung
dazu.

Allgemeines Markov-Ketten stellen Systeme mit Zuständen und Über-
gängen dar. Die wichtigste Eigenschaft dieser Systeme ist die Gedächtnislo-
sigkeit. Das heißt, dass die Zukunft des Systems allein vom jetzigen Zustand
bestimmt wird, und nicht von der Vergangenheit. Daher sind meist exponen-
tialverteilte Prozesse involviert, obwohl auch andere Verteilungen nachgebil-
det werden können.

Markov-Ketten können als Graphen mit gerichteten Kanten dargestellt
werden. Sie sind unterteilt in ’discrete-time Markov chains’ (DTMC) und
’continuous-time Markov chains’ (CTMC). Bei DTMCs ist die Zeit, genau
wie der Zustandsraum, diskret, d.h. die Zustandsübergänge geschehen zu
festgesetzten Zeitpunkten. Hierbei bezeichnen die Gewichte der Kanten Über-
gangswahrscheinlichkeiten. Bei CTMCs ist die Zeit dagegen kontinuierlich,
die Zustandsübergänge kommen also eher Strömen gleich. Die Kantengewich-
te bezeichnen hier Übergangsraten. Die Werte der Knoten können als Wahr-
scheinlichkeiten interpretiert werden, genauer gesagt als je die Wahrschein-
lichkeit mit der sich das System zu diesem Zeitpunkt in diesem bestimmten
Zustand befindet. Genau wie ein Graph ist auch eine Markov-Kette durch
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ihre Übergangsmatrix, die die Kantengewichte enthält, vollständig bestimmt.

Weiterhin können bei Markov-Ketten mehrere Lösungen interessant sein.
Zum einen können einzelne Zustände untersucht werden, hinsichtlich der Auf-
enthaltsdauer des Systems darin oder des ersten Auftretens dieses Zustandes.
So genannte transiente Lösungen beschreiben den Zustand der Kette zu ei-
nem bestimmten Zeitpunkt, oder generell deren Zeitverhalten. Bei CTMCs
stellt sich nach einer genügend langen Einschwingphase ein stabiler Zustand
ein, bei dem sich die Werte der Knoten nicht mehr verändern - die stationäre
Lösung. Auch dieser Zustand des Systems kann von Interesse sein. Da es aber
sehr umständlich ist diesen Zustand experimentell durch ’laufen lassen’ der
Markov-Kette, und bestimmen des Endes der Einschwingphase zu ermitteln,
ebenso wie das wiederholte multiplizieren der Übergangsmatrix, wird der sta-
tionäre Zustand eines Systems mit Hilfe algebraischer Methoden ermittelt.
Genau diese Methoden zur Ermittlung der stationären Lösung von CTMCs
werden in dieser Diplomarbeit untersucht.

Notation Die Erzeugendenmatrix einer CTMC wird mit Q = [qij](n×n)

bezeichnet. Dabei ist qij die Übergangsrate vom Zustand i in den Zustand j
und nicht negativ für alle i 6= j. Die qii auf der Hauptdiagonalen sind negativ.
Daher hat die Matrix Zeilensummen von Null. Die Matrix hat also folgende
Eigenschaften:

• ∑n
j=1 qij = 0,∀i = 1 . . . n

• qij ≥ 0,∀i 6= j

• qii < 0,∀i = 1 . . . n

Der stationäre Zustand der Markov-Kette kann durch einen Lösungsvek-
tor π dargestellt werden. Dieser ist ein Wahrscheinlichkeitsvektor, hat also
folgende Eigenschaft:

n∑
i=1

πi = 1 (2.1)

Zusammengefasst ist die stationäre Lösung der Markov-Kette nichts wei-
ter als die Lösung des folgenden Gleichungssystems:

Qπ = 0 (2.2)
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Abbildung 2.1: Beispiel einer Kette mit schlechter Konvergenz

ε Iterationen
1 11
0.1 55
0.01 391
0.001 2717

Tabelle 2.1: Benötigte Iterationen SOR-Verfahren

2.2 Iterative Lösungsmethoden

Das gängige Verfahren zum Lösen von Markov-Ketten ist das Gauss-Seidel-
Verfahren, bzw. das daraus abgeleitete SOR-Verfahren (successive overre-
laxation). Eine genaue Beschreibung findet sich beispielsweise in [Ste94].
Das Gauss-Seidel-Verfahren wird auch bei dem hier vorgestellten Multilevel-
Verfahren verwendet, deshalb wird hier kurz die Vorgehensweise erläutert.

Beim Gauss-Seidel-Verfahren handelt es sich um ein iteratives Verfahren,
das den neuen Wert eines Knotens aus der gewichteten Summe seiner Nach-
barn ermittelt. Schon während des Iterationsschrittes werden die bereits neu
ermittelten Werte der Nachbarn einbezogen. So ergibt sich die Berechnung
für den Knoten i im Iterationsschritt (k + 1) wie folgt:

π
(k+1)
i = − 1

qii

i−1∑
j=1

qijπ
(k+1)
j +

n∑
j=i+1

qijπ
(k)
j

 (2.3)

Dieses Verfahren konvergiert mit Sicherheit für Markov-Ketten, aber in
vielen Fällen ungleichmäßig, da viele Markov-Ketten heterogen sind. Stark
verbundene Knoten nähern sich schon nach wenigen Gauss-Seidel Schritten
aneinander an, da Veränderungen sich schnell von einem auf den anderen
Knoten auswirken. Schwach verbundene Knoten dagegen brauchen wesentlich
mehr Iterationsschritte um sich zu stabilisieren. Das tritt besonders bei so
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genannten nahezu zerlegbaren Markov-Ketten auf. Diese Ketten lassen sich
in disjunkte Teilbereiche zerlegen, die innerhalb stark, aber untereinander
schwach verbunden sind. Ein Beispiel dafür ist die einfache Markov-Kette in
Abbildung 2.1. Die schlechte Konvergenz bei 0 < ε � 1 dieser Kette wird
durch die Werte in Tabelle 2.1 verdeutlicht.

Die Konvergenz des Verfahrens verschlechtert sich auch mit zunehmender
Größe der Kette. Gerade bei der analytischen Auswertung von Petri-Netzen
oder anderen realen Anwendungen werden die zu lösenden Markov-Ketten
sehr groß. Daher wäre es optimal eine Konvergenzrate zu haben, die sich mit
steigender Problemgröße nicht erhöht.

Diese Probleme treten, wie bereits beschrieben, auf, da sich in einem
Schritt des Gauss-Seidel-Verfahrens nur die relativen Wahrscheinlichkeiten
stark verbundener Knoten schnell stabilisieren, das bedeutet, dass sich das
Verhältnis von stark verbundenen Knoten schon nach wenigen Iterationen
einstellt, und nicht mehr stark verändert wird durch weitere. Dies wird auch
als Glättung des hochfrequenten Anteils des Fehlervektors bezeichnet. Bei
schwach verbundenen Knotenpaaren dagegen dauert das relativ lange, d.h.
der niederfrequente Anteil des Fehlervektors wird nur langsam abgebaut,
daher die langsame Konvergenz des Verfahrens [Rob94].

2.3 Neue Lösungsverfahren

Multilevel-Verfahren Ein Multilevel-Verfahren kann dieses Problem ge-
zielt angehen. Dabei wird auf die Idee der Algebraischen Multigrid-Verfahren
zurückgegriffen, wobei eine Kette durch Zusammenfassung von Knoten auf
eine gröbere Ebene abgebildet wird. Dann wird hier gelöst und nur noch
Korrekturwerte an die feinere Ebene weitergegeben. Dieses Verfahren rekur-
siv angewandt bildet auch den Kernpunkt des in [HL93] vorgestellte ML-
Verfahrens.

Eine Markov-Kette wird auf eine gröbere Ebene abgebildet durch Zusam-
menfassung der stark verbundenen Knoten. Die Korrektur wird berechnet
und multiplikativ wieder an die feinere Ebene übergeben. Ist das Problem
genügend klein, kann es mit Hilfe des Gauss-Seidel-Verfahrens gelöst wer-
den. Das Gauss-Seidel-Verfahren wird auch verwendet, um vor einem Ver-
gröberungsschritt wie beschrieben die relativen Wahrscheinlichkeiten stark
verbundener Knoten zu stabilisieren. Die verwendeten Operatoren bei der
Vergröberung bzw. Korrektur sind Restriktion und Prolongation. Das Ver-
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fahren ist graphisch in Abbildung 2.2 dargestellt.
Mit diesem Verfahren lassen sich nahezu zerlegbare Markov-Ketten gut

lösen, wie Abbildung 2.3 zeigt. Die entstehende grobe Kette hat wieder stark
verbundene Knoten, deren Verhältnisse sich schneller glätten lassen.

Abbildung 2.2: Schematische Darstellung von Multilevel-Verfahren

Algorithmische Erweiterung Mit dem Multilevel-Verfahren kann man
viele Markov-Ketten schnell lösen, da bei den meisten stark heterogene Über-
gangsraten auftreten. Bei homogenen Markov-Ketten wie in Abbildung 2.4
allerdings stößt auch dieses Verfahren an seine Grenzen. Diese Ketten sind
nicht nahezu zerlegbar, und dadurch ist es nicht möglich eine eindeutige Zer-
legung zu bestimmen. Da die Knoten gleichmäßig mit mehreren Nachbarn
verbunden sind, kann man nicht sagen, dass sie sich an den einen oder ande-
ren schneller annähern durch einige Gauss-Seidel Schritte.

In [Lab97] wird eine Erweiterung des Restriktionsoperators untersucht.
Knoten sollen nicht nur mit ihren Nachbarn auf der groben Ebene zusam-
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Abbildung 2.3: Aggregation einer Markov-Kette

mengefasst werden, sondern auch auf diese aufgeteilt werden können. Da-
durch ergibt sich eine intuitivere Vergröberung einer homogenen Kette, denn
ein Knoten ist nicht eindeutig mit einem Knoten stark verbunden, sondern
mit mehreren seiner Nachbarn. Eine schematische Darstellung für diese Er-
weiterung ist Abbildung 2.5. Im Weiteren werden die Knoten auf der feinen
Ebene auch als Kinder und die auf der groben Ebene als Eltern bezeichnet.

Abbildung 2.4: Beispiel einer homogenen Markov-Kette

Die Markov-Kette wird in C- und F- Knoten unterteilt, wobei die C-
Knoten wie vorher aggregiert werden, die F-Knoten aber auf ihre Nachbarn
aufgeteilt werden. Die Wahrscheinlichkeit der F-Knoten wird dabei propor-
tional zu den zu den Nachbarn hinführenden Kanten auf deren Elternkno-
ten aufgeteilt. Analog werden bei der Prolongation die Korrekturen beider
Elternknoten proportional zu den von den Nachbarn kommenden Kanten
berücksichtigt. Die Operatoren Restriktion und Prolongation werden durch
die folgenden Matrizen repräsentiert.

R = [rij](l,l−1) ∈ R(l,l−1)
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Abbildung 2.5: Erweiterte Restriktion einer Markov-Kette

P = [pij](l−1,l) ∈ R(l−1,l)

Ein C-Knoten i(l) wird immer genau auf einen Elternknoten j(l−1) abge-
bildet, wobei die Wahrscheinlichkeit vollständig auf diesen übergeht. Dem-
zufolge gilt:

rij = 1 und rik = 0,∀k 6= j

pji = 1 und pki = 0,∀k 6= j.

Die rij und pji für einen F-Knoten i(l) berechnen sich wie folgt aus den
ausgehenden, bzw. einlaufenden Kanten mit seinem Nachbarn k(l) und dessen
Elternknoten j(l−1), wobei Ni die Menge der Nachbarn von i(l) ist, auf die
der Knoten aufgeteilt wird:

rij =
qik∑

m∈Ni
qim

(2.4)

pji =
qki∑

m∈Ni
qmi

(2.5)

Mit Hilfe dieser Operatoren wird die Kette auf die nächstgröbere Ebe-
ne abgebildet, bzw. werden die Korrekturwerte zurück übertragen. Damit
berechnen sich die Wahrscheinlichkeitswerte der Knoten und die Kantenge-
wichte auf der groben Ebene wie folgt:
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π
(l−1)
j =

n∑
i=1

rijπ
(l)
i ,∀j (2.6)

q
(l−1)
ij =

∑n
k=1 rkiπ

(l)
k (

∑n
m=1 q

(l)
kmrmj)∑n

k=1 rkiπ
(l)
k

(2.7)

Die Berechnung der groben Kanten unterscheidet sich leicht von der in
[Lab97] vorgestellten Formel. In der vorherigen Version der Formel wurden
Prolongations- und Restriktionskanten verwendet. Jetzt werden zur Abbil-
dung ausschließlich Restriktionskanten verwendet. Abbildung 2.6 verdeut-
licht an einer einfachen Kette die Bezeichnungen der einzelnen Knoten und
Kanten.

Abbildung 2.6: Beispiel einer Vergröberung

In Tests zeigt sich, dass die Erweiterung den gewünschten Effekt für ho-
mogene Markov-Ketten erzielt, die Anzahl benötigter Iterationen ist sogar
konstant bei steigender Länge der Kette. Weiterhin löst das Verfahren nahe-
zu zerlegbare, also nicht-homogene, Markov-Ketten ebenso gut wie das ur-
sprüngliche Multilevel-Verfahren. Damit stellt das erweiterte ML-Verfahren
eine echte Verbesserung gegenüber dem ML-Verfahren dar [Lab97].
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Aggregationsstrategie Die Vergröberungsstrategie, die in [Lab97] vorge-
stellt wird, sucht zunächst alle Knoten, die auf jeden Fall C-Knoten werden
sollten. Dann werden die restlichen Knoten in C- und F-Knoten aufgeteilt,
und in zwei weiteren Schritten noch bestimmte F-Knoten zu C-Knoten. Die-
ses Verfahren geht nicht auf vorhandene Strukturen in den Ketten ein. So
wird beispielsweise in einem Gitter wie in Abbildung 2.7 nicht die darunter
liegende Struktur der stark verbundenen, parallel liegenden Stränge erkannt.
Es werden nur C-Knoten gebildet, obwohl eine Struktur wie in Abbildung
2.8 optimal wäre. Wenn zunächst die parallel liegenden Stränge zusammen-
gefasst werden, und dann der verbleibende Reststrang, sind immer nur ho-
mogene Übergangsraten involviert. In [Lab97] wurde nachgewiesen, dass bei
Strängen mit homogenen Übergangsraten die Anzahl der Iterationen kon-
stant bleibt. Daher sollte eine entsprechend arbeitende Aggregationsstrategie
auch bei diesem Beispiel eine konstante Iterationsanzahl erreichen.

Regelmäßige Strukturen wie die oben beschriebene können beispielswei-
se entstehen, wenn mit einer Markov-Kette andere Wahrscheinlichkeitsver-
teilungen nachgebildet werden. Es wäre optimal, wenn das Verhalten des
Lösungsverfahrens sich nicht ändern würde, wenn ein exponentialverteilter
Übergang durch eine regelmäßige Struktur ersetzt wird. Um den Aufbau
der in Abbildung 2.7 dargestellte Markov-Kette und ähnliche Knotenan-
ordnungen erkennen zu können, muss die Aggregationsstrategie grundlegend
geändert werden, so dass sie eher an der Struktur der Kette als ganzes, als
an einzelnen Kanten und Knoten orientiert ist.

Abbildung 2.7: Spezielle Markov-Kette mit Gitter-Struktur
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Abbildung 2.8: Optimale Aufteilung der Kette
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Kapitel 3

Aggregationsstrategie

In diesem Kapitel wird zunächst eine Idee für eine neue Aggregationsstrategie
vorgestellt. Danach wird spezifiziert, welche Anforderungen der Algorithmus
genau erfüllen muss und warum. Dann werden die einzelnen Schritte des
Algorithmus erläutert mit den Problemen, die auftreten können. Außerdem
wird ein Sortieralgorithmus für Markov-Ketten eingeführt, da es sich heraus-
gestellt hat, dass es von Bedeutung ist in welcher Reihenfolge die Knoten
nummeriert sind. Abschließend wird nochmals der gesamte Algorithmus zu-
sammengefasst, und seine Laufzeiteigenschaften abgeschätzt.

3.1 Neue Idee

Der wichtigste Punkt bei der neuen Aggregationsstrategie ist, wie schon
mehrfach erwähnt, dass sie stark verbundene Knoten aggregiert. Nur die-
se Knoten werden durch wenige Gauss-Seidel-Schritte gut aneinander an-
genährt. Zwei Knoten i und j sind genau dann stark miteinander verbunden,
wenn i < j und qij � 0, bzw qij > qji. Diese Eigenschaft verdeutlicht Abbil-
dung 3.1. Die Ordnung der Knoten ist entscheidend, da sie die Bearbeitungs-
reihenfolge des Gauss-Seidel-Verfahrens repräsentiert, und eine Veränderung
in Knoten i wird nur dann im gleichen Iterationsschritt an Knoten j weiterge-
geben, wenn der neue Wert von j erst nach dem neuen Wert von i berechnet
wird.

Die Idee hinter dem neuen Algorithmus besteht darin, nur so genannte
relevante Kanten zu betrachten, also Kanten die einen relativ großen Wert
haben, und von einem Knoten mit niedrigerer Nummer zu einem Knoten mit

17



Abbildung 3.1: Zwei stark verbundene Knoten

höherer Nummer verlaufen. Alle anderen Kanten werden bei der Berechnung
der Aggregation nicht betrachtet, sie werden sozusagen eliminiert. Abbildung
3.2 zeigt, dass dadurch die darunterliegende Struktur einer Kette deutlich
werden kann, wie hier die parallel laufenden Stränge im Gitter.

Abbildung 3.2: Gitter mit eliminierten Kanten

Durch diese Reduktion der Kanten zerfällt die Kette im günstigsten Fall in
mehrere disjunkte Teile, die nun unabhängig voneinander betrachtet werden
können. Die Knoten werden dann in C- und F-Knoten aufgeteilt, und sie
werden nur mit solchen Knoten aggregiert, oder auf solche aufgeteilt, mit
denen sie stark verbunden sind, also die sich im gleichen Teilbereich der
Kette befinden.

Werden in einem Schritt zu viele Kanten eliminiert, so würden nur we-
nige Knoten aggregiert werden, und damit würde sich die Knotenanzahl nur
geringfügig verringern. Da dies nicht gewollt ist, wird in solchen Fällen die
Kette neu sortiert, um wiederum die starken Kanten in die richtige Richtung
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laufen zu haben. Danach wird erneut mit der Kantenelimination begonnen.
Dann werden zunächst die C-Knoten mit ihren relevanten C-Nachbarn

aggregiert, und dann die F-Knoten auf die Elternknoten ihrer relevanten C-
Nachbarn aufgeteilt.

Die eigentliche Restriktion läuft wie üblich ab, und es werden wieder alle
Kanten in die Berechnung der gröberen Ebene mit einbezogen. Im nächsten
Abschnitt werden die Eigenschaften die ein neues Verfahrens haben sollte
aufgestellt und begründet, und danach werden die einzelnen Schritte der
Aggregation genau beschrieben.

3.2 Angestrebte Eigenschaften

Die neue Aggregationsstrategie sollte folgende Eigenschaften besitzen, um
effektiv zu sein:

• Stark verbundene Knoten werden zusammengefasst. Diese Knoten sind
es, deren relative Wahrscheinlichkeiten das Gauss-Seidel-Verfahren gut
aneinander annähern kann. Daher können sie auf einer gröberen Ebene
als Einheit behandelt werden.

• Gleichstark mit mehreren Nachbarn verbundene Knoten werden auf
eben diese aufgespalten. Da diese Knoten nicht eindeutig einem Nach-
barn zugeordnet werden können, sollte dies auch nicht willkürlich ge-
schehen. Die logische Schlussfolgerung ist es, die Knoten aufzuspalten.

• In jedem Vergröberungsschritt sollte die Knotenanzahl mindestens um
die Hälfte reduziert werden. Wenn dies der Fall ist, wird die Knoten-
anzahl summiert über alle Vergröberungsebenen nicht 2n übersteigen,
wenn n die Knotenanzahl der Ausgangskette ist. Damit wäre es möglich
generelle Obergrenzen für die Gesamtlaufzeit des Algorithmus festzu-
legen. Da eine Halbierung der Knotenanzahl nicht immer möglich ist,
muss darauf geachtet werden, dass die Reduktion signifikant ist, damit
nicht zu viele Vergröberungsebenen entstehen.

• Es sollten nicht zu viele gleichstark verbundene Knoten in einem groben
Knoten zusammengefasst werden. Sind diese allerdings nur in Abarbei-
tungsrichtung stark verbunden, kann also das Gauss-Seidel-Verfahren
in wenigen Schritten die Wahrscheinlichkeiten vieler Knoten aneinan-
der annähern, so trifft diese Einschränkung nicht zu.
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• Eine Konvergenzrate die mit steigender Problemgröße konstant bleibt
ist optimal. Denn dann wird der Fehler in jedem Iterationsschritt um
den gleichen Faktor reduziert, und das ist das beste was man erreichen
kann. Das sich der Rechenaufwand eines Iterationsschrittes mit der
Problemgröße erhöht, lässt sich nicht vermeiden.

• Die Berechnung der Aggregation selber darf nicht zu ’teuer’ sein. Das
heißt, der Laufzeitgewinn durch die bessere Aggregation darf nicht
durch die Berechnung derselben aufgehoben werden. Deshalb muss bei
der Entwicklung nicht nur auf Funktionalität, sondern auch auf Effizi-
enz geachtet werden.

• Die Implementation der Aggregationsstrategie muss sich in das existie-
rende Programm als Modul einfügen lassen, so dass sie als Alternative
zu den anderen Lösungsalgorithmen genommen werden kann. Es ist
nicht zweckmäßig zu diesem Zeitpunkt ein neues Programm zu entwer-
fen, da auch mit den alten Algorithmen verglichen werden soll.

3.3 Einzelne Schritte

Virtuelle Kantenelimination Um die Kanten in einer Markov-Kette vir-
tuell zu eliminieren muss natürlich ein mathematisches Kriterium gefunden
werden, das bestimmt, ob eine Kante relevant ist, oder nicht. Eine Kante
wird als stark angesehen, wenn sie die folgende Bedingung erfüllt:

qij > α ∗maxi ∧ qij > α ∗maxj ∧ i < j (3.1)

Der Skalierungs-Parameter 0 < α < 1 dient dazu, mehr oder weniger
Kanten als relevant einzustufen, maxi bezeichnet den Wert der stärksten
Kante von i, egal sie ob zu i hin oder von i weg führt. Eine Kante qij ist
dann relevant, wenn sie im Verhältnis zur stärksten Kante sowohl von i als
auch von j stark ist, und wenn i vor j in der Bearbeitungsreihenfolge des
Gauss-Seidel-Verfahrens liegt, also wenn i < j gilt.

Nur Kanten, die diese Bedingung erfüllen, werden in den nächsten Schrit-
ten betrachtet, alle anderen sind dafür irrelevant. Sind zu viele oder gar alle
Kanten irrelevant, dann deutet das darauf hin, dass zu viele starken Kanten
in die falsche Richtung führen. Ein völliges Fehlen starker Kanten kann nicht
auftreten, da diese sich ja aus dem Verhältnis der Kantengewichte zueinan-
der ergeben. Also muss die Reihenfolge der Knoten so verändert werden, dass
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möglichst viele starke Kanten wieder in die richtige Richtung führen. Hier-
zu wurde ein Sortieralgorithmus entworfen, der genau diese Eigenschaft hat.
Dieser wird im nächsten Abschnitt beschrieben. Nachdem die Neuordnung
der Knoten erfolgt ist, wird nochmals mit der Kantenelimination begonnen.

Algorithmisch sieht das wie folgt aus, wobei maxi den Wert der stärksten
Kante eines Knoten bezeichnet, egal in welche Richtung sie läuft, edgij ist die
Kante vom Knoten i zu Knoten j, γ und α sind Parameter des Programms,
beide zwischen 0 und 1, n ist die Anzahl aller Kanten in der Markov-Kette.

1. Für jeden Knoten i:
finde die stärkste Kante maxi.

initialisiere alle ausgehenden Kanten als relevant.

2. Für jeden Knoten i:
Für jede auslaufenden Kante edgij:

Wenn wert(edgij) < maxi ∗ α oder i > j,
dann markiere edgij als irrelevant.

3. Wenn mehr als γ ∗ n Kanten irrelevant sind,

sortiere die Kette neu.

beginne nochmals mit Schritt 1.

Im ersten Schritt wird jeder Knoten und jede Kante eines Knoten durch-
sucht, daher ist der Aufwand 2n, wobei n die Anzahl der Kanten ist. In
Schritt zwei wird jede Kante nur an ihrem Startknoten betrachtet, also ist
hier der Aufwand n. Der Aufwand der Sortierung wird separat betrachtet.
Daher ist der Aufwand dieses Algorithmusteils linear in der Anzahl der Kan-
ten, und wenn die Anzahl der Kanten pro Knoten eine feste Obergrenze hat
sogar linear in der Anzahl der Knoten.

Zuordnung der Knoten Nachdem die Kanten als relevant oder irrele-
vant eingestuft sind, müssen nun die Knoten in C- oder F-Knoten aufgeteilt
werden. Dabei wird zunächst auf eine ganz einfache Logik zurückgegriffen:

• Ein Knoten, der nur einen oder keinen relevanten Nachbarn hat, wird
ein C-Knoten. Er kann nur komplett auf die grobe Ebene abgebildet
werden, entweder allein, oder in Aggregation mit dem Nachbarn.

• Ein Knoten, der mehr als einen relevanten Nachbarn hat wird zum
F-Knoten. Er könnte auf seine Nachbarn aufgeteilt werden.
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Nun sind die Knoten soweit bezeichnet, dass alle C-Knoten auf jeden Fall
C-Knoten bleiben, wohingegen ein F-Knoten noch zu einem C-Knoten werden
kann, sogar werden muss, da keine zwei F-Knoten durch eine relevante Kante
verbunden sein dürfen. Dies lässt der derzeitige Restriktionsalgorithmus nicht
zu. Es sei hier erwähnt, dass es nichts ausmacht, wenn zwei F-Knoten durch
eine irrelevante Kante verbunden sind.

Wiederum wird so vorgegangen, dass genau das Ziel erreicht wird, keine
zwei F-Knoten dürfen benachbart sein. Dazu werden die Gruppen einzeln
durchlaufen, und sobald ein F-Knoten gefunden wurde, werden all dessen
Nachbarn zu C-Knoten umgewidmet. Dadurch wird der gewünschte Effekt
erzielt. Allerdings muss dies rekursiv von einem Ende der Gruppe aus ge-
schehen, da bei einer ungünstigen Nummerierung der Knoten ein lineares
Durchlaufen der Liste nicht zum gewünschten Erfolg führt. Die Knoten der
Kette in Abbildung 3.3 würden bei linearem Durchlaufen der Liste wie in
Abbildung 3.4 aufgeteilt werden, obwohl die in Abbildung 3.5 gezeigte Auf-
teilung eindeutig die optimale darstellt. Bei linearem Vorgehen wird zunächst
Knoten 0 gefunden, und da dies schon ein F-Knoten ist, werden beide Nach-
barn zu C-Knoten.

Abbildung 3.3: Beispielkette F-Knoten Reduktion

Abbildung 3.4: Aufteilung bei linearem Durchlaufen der Knotenliste
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Abbildung 3.5: Optimale Aufteilung der Knoten

Hier muss auch sichergestellt werden, dass alle Knoten besucht werden.
Es können Gruppen auftreten mit nur F-Knoten, wie in Abbildung 3.6, und
da diese keinen durch einen C-Knoten definierten Anfang besitzen, muss ein
zufällig ausgewählter F-Knoten der Gruppe zum C-Knoten und damit zum
Startpunkt der Rekursion bestimmt werden.

Abbildung 3.6: Gruppe mit nur F-Knoten

Zusammengefasst sieht die Reduktion der F-Knoten wie folgt aus. Hier
treten in Schritt drei rekursive Aufrufe auf. Da jeder Knoten aber nur einmal
besucht wird, und dann seine Nachbarn überprüft werden, ist der Aufwand
im schlimmsten Fall quadratisch in der Anzahl der Knoten. Nimmt man eine
obere Grenze für die Anzahl von Kanten eines Knoten an, so ist der Aufwand
linear in der Knotenanzahl.
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1. Bis alle Knoten als besucht markiert sind

suche den ersten noch nicht besuchten C-Knoten

2. markiere diesen Knoten i als besucht

wenn i ein F-Knoten ist,

markiere alle relevanten Nachbarn von i als C-Knoten

3. für alle noch nicht besuchten, relevanten Nachbarn j
fahre für Knoten j mit Schritt 2 fort.

4. Falls keine C-Knoten mehr übrig sind

suche einen noch nicht besuchten F-Knoten j
markiere ihn als C-Knoten und

fahre für Knoten j mit Schritt 2 fort.

Aggregation der C-Knoten Nachdem alle Knoten endgültig bezeichnet
sind, können sie nun auf die gröbere Ebene abgebildet werden. Dazu werden
zunächst die C-Knoten aggregiert, die stark miteinander verbunden sind. Dies
geschieht wieder indem rekursiv die Gruppen abgearbeitet werden, und zwar
die Pfade zuerst, die zu weiteren C-Knoten führen. Dabei wird ein C-Knoten
auf den Elternknoten des Nachbarn abgebildet, falls dieser schon vorhanden
ist, andernfalls wird ein neuer Elternknoten erstellt.

1. Bis alle Knoten als besucht markiert sind

suche den ersten noch nicht besuchten C-Knoten

2. markiere diesen Knoten i als besucht

wenn i ein C-Knoten ist,

3. suche einen relevanten, bereits besuchten C-Nachbarn j
aggregiere i mit dem Elternknoten von j

wenn kein solcher Nachbar existiert

kreiere einen neuen Elternknoten für i
4. für alle noch nicht besuchten, relevanten C-Nachbarn j

fahre für Knoten j mit Schritt 2 fort.

5. für alle noch nicht besuchten, relevanten F-Nachbarn j
fahre für Knoten j mit Schritt 2 fort.

Hier treten in Schritt vier und fünf rekursive Aufrufe auf. Da jeder Knoten
aber nur einmal besucht wird, und dann seine Nachbarn überprüft werden,
ist der Aufwand im schlimmsten Fall quadratisch in der Anzahl der Knoten.
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Abbildung 3.7: Aggregation von C-Knoten

Abbildung 3.8: Korrekte Aggregation der Beispielkette

Nimmt man eine obere Grenze für die Anzahl von Kanten eines Knoten an,
so ist der Aufwand linear in der Knotenanzahl.

Die Notwendigkeit der Rekursivität wird wiederum an einem kleinen Bei-
spiel deutlich. Die drei Knoten in Abbildung 3.7 sind alles C-Knoten, sollten
also wie in Abbildung 3.8 abgebildet werden. Wird aber wiederum linear nach
der Liste vorgegangen, so würde zunächst Knoten 0 auf einen Elternknoten
abgebildet, und dann Knoten 1 auf einen zweiten Elternknoten. Danach ist
nicht definiert, auf welchen Elterknoten 2 abgebildet wird, siehe Abbildung
3.9.

Dass zuerst C-Pfade verfolgt werden sollen, hat den gleichen Grund.
Durch Erreichen eines C-Knotens über einen F-Knoten kann ein parallel zu

Abbildung 3.9: Lineares Vorgehen führt zu fehlerhafter Aufteilung auf El-
ternknoten
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Abbildung 3.10: Potentieller Fehler bei linearem Vorgehen

diesem Pfad liegender C-Knoten übersehen werden, und dadurch eine ähnli-
che Situation entstehen, siehe Abbildung 3.10.

Aufteilung der F-Knoten Bei der Aufspaltung der F-Knoten muss be-
achtet werden, dass, wie eingangs erläutert, in die Restriktionsoperatoren nur
die auslaufenden Kanten, und in die Prolongationsoperatoren nur die einge-
henden Kanten einberechnet werden. Daher läuft dieser Teil in zwei Stufen
ab.

Zu jedem F-Knoten werden alle auslaufenden relevanten Kanten gesucht.
Diese können nur zu C-Knoten laufen, da das während der Zuordnung der
Knoten sichergestellt wurde. Falls zu den Elternknoten dieser Nachbarn be-
reits Restriktionskanten bestehen, wird nur der Wert der Kante verändert,
andernfalls wird eine neue Kante erstellt. Nun müssen aber auch eventuell
vorhandene, von den gleichen Knoten einlaufende, nicht relevante Kanten be-
trachtet werden, da sonst die Abbildung auf die grobe Ebene nicht vollständig
ist. Diese resultieren in Prolongationskanten, da sie zum F-Knoten hinführen.

Analog werden die eingehenden relevanten Kanten des F-Knoten behan-
delt. Sie ergeben Prolongationskanten zu den Elternknoten der Nachbarn.
Die entgegengesetzt laufenden irrelevanten Kanten tragen wiederum zu den
Restriktionskanten bei.

Die Kette in Abbildung 3.11 hat parallel zu der relevanten Kante von
0 nach 1 eine nicht relevante Kante. Da diese sich auch auf die Abbildung
auf die grobe Ebene auswirkt, wird die Kette korrekt wie in Abbildung 3.12
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Abbildung 3.11: Beispielkette F-Knoten Aufspaltung

vergröbert. Werden nur relevante Kanten betrachtet wie in Abbildung 3.13,
so fehlt eine Prolongationskante, und sowohl die Restriktion, als auch die
Prolongation können später nicht korrekt ausgeführt werden.

Die Aufteilung der F-Knoten läuft zusammengefasst wie folgt ab:

1. Für jeden F-Knoten i
2. für jede relevante ausgehende Kante edgij

kreiere eine Restriktionskante zum Elternknoten von j
falls diese schon existiert, erhöhe ihren Wert

3. falls die entgegengesetzte Kante edgji existiert

kreiere eine Prolongationskante zum Elternknoten von j
falls diese schon existiert, erhöhe ihren Wert

4. für jede relevante eingehende Kante edgji

kreiere eine Restriktionskante zum Elternknoten von j
falls diese schon existiert, erhöhe ihren Wert

5. falls die entgegengesetzte Kante edgij existiert

kreiere eine Restriktionskante zum Elternknoten von j
falls diese schon existiert, erhöhe ihren Wert

Hier wird nur linear die Liste der Knoten durchgegangen, und dann deren
Kanten überprüft. Daher ist wiederum bei festem maximalen Knotengrad
der Aufwand linear in der Knotenanzahl. Im schlimmsten Fall aber ist der
Aufwand quadratisch in der Knotenanzahl.

3.4 Sortieralgorithmus

Bereits aus der Definition stark verbundener Knoten in Abbildung 3.1 wird
deutlich, dass nicht nur die Werte der Knoten und Kanten für die Konver-
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Abbildung 3.12: Korrekte Abbildung

Abbildung 3.13: Fehlerhafte Abbildung auf grobe Ebene
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genzeigenschaften des Gauss-Seidel-Verfahrens verantwortlich sind, sondern
auch die Reihenfolge in der die Knoten abgearbeitet werden. Dies resultiert
daraus, dass neu ermittelte Knotenwerte bereits im selben Iterationsschritt
in die Berechnung mit einfließen. Daher ergibt sich die Notwendigkeit die
Kette zu sortieren, so dass möglichst viele starke Kanten in die Richtung
verlaufen, in der die Knoten durch das Gauss-Seidel-Verfahren abgearbeitet
werden. Dann konvergiert das Gauss-Seidel-Verfahren gut für diese Knoten,
und sie können bei der folgenden Vergröberung aggregiert werden.

Ein einfaches Bubble-Sort-Verfahren reicht an dieser Stelle nicht aus, da
dies nur immer die in der Kette aufeinander folgenden Knoten betrachtet,
aber es verläuft eine große Anzahl von Kanten zwischen nicht direkt in den
Nummerierung benachbarten Knoten. Es existiert also keine eindeutige Ord-
nungsrelation zwischen zwei Knoten, wenn diese nicht direkt verbunden sind.
Ein Sortieralgorithmus muss sich also an der Struktur der Kette orientieren,
und nicht an der Reihenfolge der Knoten. Also wird wieder ein rekursives
Verfahren notwendig.

Um die Sortierung zu erleichtern wird zunächst eine Hilfskette mit der
neuen Ordnung aufgebaut, und dann wird die Ordnung auf die Originalkette
übertragen. Dies ist notwendig, um auch während des Sortiervorgangs die
ursprüngliche Struktur der Kette zu erhalten.

Der Algorithmus betrachtet immer nur die stärkere der beiden Kanten
zwischen zwei Knoten als relevant für die Sortierung, dies sind ja auch die
potentiellen starken Kanten. Beginnend mit dem Startknoten sucht er die
erste ausgehende Kante, die stärker ist als ihr Gegenstück. Den Zielknoten
dieser Kante sortiert er nach dem Startknoten ein, da dieser ein Nachfolger in
der neuen Kette sein muss. Dann wird bei diesem Zielknoten weiter rekursiv
nach Nachfolgern gesucht. Ist dies abgeschlossen wird die nächste ausgehende
Kante des Startknotens betrachtet.

Hat der Startknoten keinen direkten Nachfolger mehr, es sind aber noch
nicht alle Knoten einsortiert worden, so muss an einem beliebigen Punkt
der Kette nochmals mit einem neuen Startknoten begonnen werden. Dieser
wird dann vor dem ersten Startknoten eingefügt, da er kein direkter oder
indirekter Nachfolger dessen sein kann, denn dann wäre er bereits sortiert
worden. Betrachtet man sich das Vorgehen des Algorithmus genauer, so fällt
auf, dass er Pfade und Kreise in der Kette sucht und diese entlanggeht.

Ein Knoten muss genau einmal einsortiert werden, damit nach Abschluss
des Algorithmus trotzdem von der Struktur die gleiche Kette wieder vorhan-
den ist.
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1. Bis alle Knoten einsortiert sind

suche den ersten noch nicht sortierten Knoten

2. füge ihn an den Anfang der Kette ein,

benutze ihn als Startknoten i
3. markiere Knoten i als sortiert

4. Für alle ausgehenden Kanten edgij

falls j noch nicht sortiert ist

suche in den eingehenden Kanten nach edgji

falls diese Kante schwächer ist

oder nicht existiert

sortiere j direkt nach i ein

starte mit Knoten j bei Schritt 3.

Der oben beschriebene Algorithmus betrachtet wieder jeden Knoten nur
einmal. Allerdings werden im schlimmsten Fall für jede ausgehende Kante
alle eingehenden durchsucht. Daher kann hier der Aufwand quadratisch in
der Menge der Kanten sein. Wenn man von einer festen maximalen Anzahl
von Kanten pro Knoten ausgeht, ist der Aufwand immer noch linear in der
Anzahl der Knoten.

Abbildung 3.14: Beispielkette Sortierung
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Das Vorgehen des Algorithmus wird an der Kette in Abbildung 3.14 deut-
lich.

• Zunächst wird Knoten 0 als Startknoten genommen.

• Da Knoten 0 keinen Nachfolger hat wird mit Knoten 1 als Startknoten
weitergearbeitet, und dieser wird vor Knoten 0 einsortiert.

• Knoten 2 ist direkter Nachfolger von 1 und wird direkt nach diesem
einsortiert.

• Da Knoten 2 keinen Nachfolger hat wird mit Knoten 3 als Startknoten
weitergearbeitet, und dieser wird vor Knoten 2 einsortiert.

• Knoten 4 ist direkter Nachfolger von 3 und wird direkt nach diesem
einsortiert.

• Da Knoten 4 keinen Nachfolger hat wird mit Knoten 5 als Startknoten
weitergearbeitet, und dieser wird vor Knoten 4 einsortiert. Damit ist
die Kette vollständig sortiert.

Abbildung 3.15: Vorgehen des Algorithmus
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Abbildung 3.16: Ergebnis der Sortierung

Das Ergebnis der Sortierung ist in Abbildung 3.16 zu sehen. Die Ord-
nung wird hier durch eine veränderte Nummerierung angegeben. Da jede
starke Kante von einem Knoten mit niedrigerer Nummer zu einem mit höher-
er Nummer führt, ist eindeutig das Ziel erreicht. Ein weiteres Beispiele für
den Sortieralgorithmus ist die Ketten in Abbildung 3.17. Das Ergebnis der
Sortierung ist in Abbildung 3.18 dargestellt.

Eigentlich wäre es sinnvoll vor jedem Aggregationsschritt eine Sortierung
durchzuführen. Aufgrund des rekursiven Aufbaus des Algorithmus ist aber
der Aufwand bei stark vernetzten Ketten sehr hoch, und wird möglicherweise
nicht durch den Zeitgewinn der besseren Vergröberung ausgeglichen. Deswe-
gen wird die Häufigkeit der Sortierungen durch einen Parameter bestimmt.
Im nächsten Kapitel werden hierzu Test durchgeführt.

Abbildung 3.17: Beispielkette Sortierung

Abbildung 3.18: Ergebnis der Sortierung
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3.5 Zusammenfassung

In diesem Abschnitt wird die neue Aggregationsstrategie noch einmal zusam-
mengefasst.

1. Suche die relevanten Kanten der Kette.

2. Werden zu viele Kanten als irrelevant eingestuft,

sortiere die Kette neu, starte Schritt 1 neu.

3. Markiere Knoten mit weniger als 2 Nachbarn als C-Knoten,

alle anderen als F-Knoten.

4. Markiere relevante Nachbarn von F-Knoten als C-Knoten.

5. Aggregiere alle C-Knoten, und bilde sie auf Elternknoten ab.

6. Spalte F-Knoten auf ihre relevanten Nachbarn auf.

Beachte dabei parallel laufende irrelevante Kanten.

Der Aufwand des ersten und dritten Schrittes ist linear in der Anzahl
der Knoten. Bei einer festen Obergrenze für die Kantenanzahl pro Knoten
ist auch der Aufwand der Sortierung linear. Obwohl Schritt vier und fünf
rekursiv aufgebaut sind, ist der Aufwand für beide Schritte linear in der
Knotenanzahl, da jeder Knoten jeweils nur einmal besucht wird. Der Auf-
wand des letzten Schrittes ist wiederum offensichtlich linear in der Anzahl
der Knoten. Wenn also eine feste Obergrenze für die Anzahl der Kanten ei-
nes Knotens existiert, ist der Gesamtaufwand eines Vergröberungsschrittes
linear in der Anzahl der Knoten der Markov-Kette.

Der Algorithmus wurde so entworfen, dass er genau auf die ungleichmäßi-
ge Konvergenz des Gauss-Seidel-Verfahrens eingeht, bzw. diese ausnutzt.
Stark verbundene Knoten, die also schnell durch das Verfahren geglättet wer-
den, werden zusammengefasst und auf die nächstgröbere Ebene abgebildet.
Um auf die Struktur der Kette einzugehen muss sich bei mehreren Einzel-
schritten an dieser orientiert werde, statt an der Ordnung der Knoten. Dies
ist in Schritt vier und fünf der Fall, sowie bei der Sortierung der Kette. Da-
her ist das eigentliche Aggregationsverfahren aufwendiger als das in [Lab97]
vorgestellte. Da aber die Vergröberung besser ist, sollte in vielen Fällen die
eigentliche Lösung des Problems weniger aufwendig sein. Der Rechenaufwand
des Algorithmus hängt auch vom Grad der Vernetzung ab, da aufgrund der
derzeitigen Speicherung sowohl bei der Sortierung, als auch bei der Aufspal-
tung der F-Knoten die gesamten Kanten des Nachbarknoten auf eine zurück
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laufende Kante hin durchsucht werden müssen. Nähere Untersuchungen dazu
finden im nächsten Kapitel statt.
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Kapitel 4

Experimente

Mit dem in Kapitel drei entworfenen Verfahren stehen nun drei Multilevel-
Verfahren und das SOR-Verfahren zur Lösung von Markov-Ketten zur Aus-
wahl. Das ML-Verfahren kann Markov-Ketten mit stark heterogenen Über-
gangsrate gut lösen. Das Erweiterte ML-Verfahren in [Lab97] stellt bereits
eine Verbesserung dar, da es zusätzlich zu diesen Ketten auch Ketten mit
ausschließlich homogenen Übergangsraten optimal lösen kann. Es wurde so-
gar erreicht, dass die Anzahl der benötigten Lösungsiterationen bei diesen
Ketten unabhängig von der Problemgröße ist.

Ziel dieses Kapitels ist es herauszufinden, ob die neue Aggregationsstra-
tegie die in Kapitel drei angestrebten Eigenschaften erfüllt. Außerdem soll
getestet werden ob sie eine Verbesserung gegenüber der im ErwML-Verfahren
verwendeten Aggregationsstrategie darstellt. Dabei sollte besonders für die
regelmäßig strukturierten teilweise homogenen Markov-Ketten, die in Exeri-
ment zwei getestet werden, eine deutliche Verbesserung erreicht werden, da
diese mit der neu entwickelten Aggregationsstrategie optimal vergröbert wer-
den. Außerdem sollte sich für Ketten die bereits von den anderen Multilevel-
Verfahren gut gelöst werden keine Verschlechterung ergeben.

Im ersten Abschnitt wird zunächst getestet, ob das Verfahren in der Ag-
gregation die Eigenschaften erfüllt, die angestrebt waren, d.h. dass die innere
Struktur von einigen Ketten erkannt wird, und diese optimal vergröbert wer-
den. Danach werden die Laufzeiteigenschaften des Verfahrens an genau die-
sen Ketten getestet, und mit denen der anderen erwähnten Lösungsverfahren
verglichen. Anschließend wird das neu entwickelte Verfahren an zufällig er-
zeugten Ketten getestet und mit den anderen Verfahren verglichen. Danach
wird die Performanz des NeuML-Verfahrens hinsichtlich zweier Parameter
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einer Markov-Kette getestet, Knotenanzahl und Vernetzungsgrad. Danach
wird der Einfluss der Sortierschwelle γ im Algorithmus getestet. Im letzten
Abschnitt werden die Probleme erläutert, die bei einigen Tests auftraten.

In mehreren Experimenten wird das neue Verfahren mit anderen vergli-
chen. Daher werden Bezeichnungen eingeführt, SOR für das an das Gauss-
Seidel angelehnte ’successive over relaxation’-Verfahren, ML für das in [HL93]
entwickelte Multilevel-Verfahren, ErwML für das ML-Verfahren mit der in
[Lab97] vorgestellten algorithmischen Erweiterung, und NeuML für das hier
vorgestellte Verfahren mit der veränderten Aggregationsstrategie.

Die Maße für den Vergleich der Algorithmen sind hierbei Gleitkomma-
Operationen (Floating Point Operations - Flops), die Gesamtlaufzeit des
Algorithmus, die benötigte Zeit für die Vergröberung, bzw. die eigentliche
Berechnung der Lösung in der Iterationsphase, und die Anzahl der notwen-
digen Iterationen. Es wird immer eine Lösung berechnet, die den initialen
Fehler um einen Faktor von 10−6 reduziert. Dabei werden die Parameter
α = 0.3 und β = 0.1 für das ErwML- und das ML-Verfahren auf den ein-
gestellten Werten gelassen, und wenn nicht anderweitig spezifiziert wird der
Parameter γ für das NeuML-Verfahren mit γ = 0.1 angenommen.

4.1 Aggregation

Hier soll gezeigt werden, wie sich das Verfahren in der Aggregation, speziell in
der Aufteilung der Knoten in C- und F-Knoten, verhält, auch im Vergleich zu
dem in [Lab97] entwickelten Verfahren, denn die Vergröberung die mit dem
ErwML-Verfahren erreicht wird ist speziell für die hier untersuchten Ketten
nicht optimal. Als Beispiel wird wieder die Markov-Kette aus Abbildung 4.1
verwendet. Diese besteht aus einem regelmäßigen Gitter von Knoten, die in
horizontaler Richtung stark verbunden sind, in vertikaler Richtung, dage-
gen nur schwach. Die intuitiv richtige Aggregation ist, die einzelnen Stränge
zunächst in sich zu vergröbern bis auf einen Knoten, und dann den verbliebe-
nen vertikalen Strang zu kollabieren, wie in Abbildung 4.2 dargestellt. Dies
ist sinnvoll, da durch die starken Verbindungen innerhalb der Stränge die
Verhältnisse zwischen den Strängen durch das Gauss-Seidel-Verfahren nur
langsam angenähert werden können.

Ein einzelner Strang dieses Gitters sollte wie eine eindimensionale Ket-
te behandelt werden. Hier ist es nicht zweckmäßig die Knoten in Gruppen
zusammenzufassen, sondern sie abwechselnd als C- und F-Knoten zu behan-
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Abbildung 4.1: Markov-Kette mit gitterartiger Struktur

Abbildung 4.2: Optimale Vergröberungsstrategie der Markov-Kette
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deln, und so jeden zweiten Knoten auf seine Nachbarn aufzuspalten. Dies
ist der Fall, da durch die homogenen Übergangsraten in beiden Richtungen
die Zuordnung zu Gruppen nicht eindeutig möglich ist, die Knoten sind al-
le gleichstark untereinander verbunden. Daher ist eine Aufspaltung wie in
Abbildung 4.3 zweckmäßig, was auch schon in [Lab97] erwähnt wurde.

Abbildung 4.3: Optimale Vergröberung eines Strangs

Arbeitsweise Im ersten Schritt des NeuML-Verfahrens werden die nicht
relevanten Kanten, hier die vertikalen, eliminiert, das heißt nicht mehr für die
weitere Vergröberung betrachtet (Abbildung 4.4). Dann werden die Knoten
wie in Abbildung 4.5 bezeichnet. Da noch zu viele F-Knoten vorhanden sind,
werden dann einige in C-Knoten umbenannt. Das Resultat ist die Knotenbe-
zeichnung in Abbildung 4.6. Dies ist die optimale Aufteilung der Knoten, da
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Abbildung 4.4: Zwischenschritt der Aggregation beim NeuML-Verfahren

Abbildung 4.5: Zwischenschritt der Aggregation beim NeuML-Verfahren
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Abbildung 4.6: Ergebnis der Aggregation beim NeuML-Verfahren

Abbildung 4.7: Ergebnis der Aggregation beim ErwML-Verfahren
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jeder einzelne Strang wie eine eindimensionale Kette behandelt wird, und für
diese jeweils die beste Vergröberung gewählt wird. Das in [Lab97] entwickelte
Verfahren erkennt diese Struktur nicht und bildet nur Gruppen von C-Knoten
(Abbildung 4.7), mit dem Ergebnis, dass sich der Rechenaufwand gegenüber
dem ML-Verfahren nicht verbessert, und insbesondere die Iterationsanzahl
nicht konstant bleibt bei steigender Problemgröße.

Das neue Aggregationsverfahren erfüllt daher die gestellte Anforderung,
die Struktur von solchen Ketten zu erkennen, und eine entsprechende Ver-
gröberung vorzunehmen. Es ist nun zu ermitteln, ob diese Veränderung in der
Vergröberung speziell bei solchen inhomogenen Gittern auch eine Laufzeit-
verbesserung gegenüber dem ursprünglichen Verfahren bedeutet. Dies wird
im nächsten Abschnitt untersucht.

4.2 Markov-Ketten mit regelmäßiger Struk-

tur

In diesem Abschnitt wird das NeuML-Verfahren hinsichtlich seiner Laufzei-
teigenschaften bei Markov-Ketten mit regelmäßigen Strukturen und teilweise
homogenen Übergangsraten untersucht. Das NeuML-Verfahren wird mit dem
ML- und dem ErwML-Verfahren verglichen, da sich durch die jetzt optimale
Vergröberung auch die Gesamtlaufzeit des Algorithmus erheblich verbessern
sollte.

Das ErwML-Verfahren verhält sich bei eindimensionalen Ketten mit ho-
mogenen Übergangsraten dahingehend, dass sich die Anzahl der zur Lösung
benötigten Iterationen bei vier stabilisiert und nicht weiter mit der Pro-
blemgröße erhöht. Da der NeuML-Algorithmus sowohl bei eindimensionalen
Ketten, als auch bei inhomogenen zweidimensionalen Gittern eine optimale
Vergröberung findet, sollte sich bei diesen Problemen ebenfalls eine konstante
Anzahl von Iterationen zeigen. Daher sollte auch die Gesamtlaufzeit des Al-
gorithmus sich wesentlich verbessern gegenüber dem ML-Verfahren bei eindi-
mensionalen Ketten, und gegenüber dem ErwML-Verfahren bei inhomogenen
zweidimensionalen Gittern.

Exp1: Eindimensionale Ketten Im ersten Experiment wurden eindi-
mensionale Markov-Ketten mit homogenen Übergangsraten untersucht. Ab-
bildung 4.8 zeigt so eine Kette. In den Abbildungen 4.9 und 4.10 ist zu
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erkennen, dass der Rechenaufwand bei allen drei Algorithmen linear mit der
Kettenlänge ansteigt, bei dem ML-Verfahren aber um ein vielfaches stärker
als bei den beiden Erweiterungen.

Der gravierendste Unterschied wird aber deutlich, wenn die Anzahl von
Iterationen bei steigender Kettenlänge betrachtet wird. Abbildung 4.11 zeigt,
dass sowohl beim ErwML-Verfahren, als auch beim NeuML-Verfahren die
Anzahl der Iterationen mit steigender Kettenlänge nicht ansteigt. Der Wert
liegt konstant bei vier Iterationen. Dies ist eine wichtige Eigenschaft, da ein
wesentlicher Nachteil der meisten iterativen Verfahren ist, dass mit steigen-
der Problemgröße nicht nur der Rechenaufwand pro Iterationsschritt steigt,
sondern auch die Anzahl der Iterationen. Durch die konstante Anzahl von
Iterationen wird der Fehler in jedem Schritt immer um den gleichen Faktor
verringert. Damit ist der NeuML-Algorithmus für eindimensionale Ketten
ebenso effektiv wie der ErwML-Algorithmus.

Abbildung 4.8: Exp1 - Eindimensionale Markov-Kette mit homogenen Über-
gangsraten
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Abbildung 4.9: Exp1 - Rechenaufwand für eindimensionale Markov-Ketten
mit Längen von 100 bis 500 Knoten

Abbildung 4.10: Exp1 - Rechenaufwand für eindimensionale Markov-Ketten
mit Längen von 10.000 bis 50.000 Knoten
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Abbildung 4.11: Exp1 - Anzahl Lösungsiterationen für verschiedene eindi-
mensionale Markov-Ketten
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Exp2: Inhomogene Gitter Im zweiten Experiment werden zweidimen-
sionale gitterartige Markov-Ketten mit inhomogenen Übergangsraten unter-
sucht. Abbildung 4.12 zeigt ein solches Gitter, die Übergangsraten in hori-
zontaler Richtung sind stark, die in vertikaler Richtung verlaufenden Kanten
sind schwach. In Abbildung 4.13 ist zu erkennen, dass der Rechenaufwand
bei ML-Verfahren und ErwML-Verfahren wesentlich stärker als beim NeuML-
Verfahren.

In Abbildung 4.14 ist erkennbar, dass bei dieser Art von Markov-Ketten
nur das NeuML-Verfahren die erwünschte Eigenschaft hat, eine konstanten
Iterationsanzahl bei steigender Problemgröße zu halten. Dies ist durch die
bereits erläuterte Eigenschaft begründet, dass die unterliegende Struktur der
nebeneinander liegenden Stränge erkannt und ausgenutzt wird. Das ist eine
wesentliche Verbesserung gegenüber dem ErwML-Verfahren.

Abbildung 4.12: Exp2 - Zweidimensionale Markov-Kette mit inhomogenen
Übergangsraten

In Abbildung 4.15 ist erkennbar, dass die Zeit zur Berechnung der Ver-
gröberung für das NeuML-Verfahren stärker ansteigt, als für die beiden an-
deren. Die Vergröberung nimmt auch einen wesentlich höheren Anteil an der
eigentlichen Gesamtlaufzeit des NeuML-Algorithmus ein, wie in Abbildung
4.16 erkennbar ist. Die Gesamtlaufzeit des Algorithmus steigt aber, ebenso
wie der Rechenaufwand, wesentlich langsamer an bei steigender Gittergröße,
als beim ML- und ErwML-Verfahren, siehe Abbildung 4.17. Daher ist die
Forderung erfüllt, dass der Laufzeitgewinn durch die verbesserte Aggrega-
tion nicht durch deren Berechnung wieder aufgehoben wird. Die neue Ag-
gregationsstrategie stellt also eine wesentliche Verbesserung gegenüber der
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Abbildung 4.13: Exp2 - Rechenaufwand für gitterförmige Markov-Ketten von
10.000 bis 50.000 Knoten

Abbildung 4.14: Exp2 - Anzahl Lösungsiterationen für gitterförmige Markov-
Ketten mit 10.000 bis 50.000 Knoten
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ursprünglichen dar für die beschriebenen Markov-Ketten.

Abbildung 4.15: Exp2 - Laufzeit der Vergröberung für gitterförmige Markov-
Ketten mit 10.000 bis 50.000 Knoten

Abbildung 4.16: Exp2 - Gesamtlaufzeit des NeuML-Verfahrens mit Anteilen
der Vergröberungs- und der Iterationsphase
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Abbildung 4.17: Exp2 - Gesamtlaufzeit der Verfahren für gitterförmige
Markov-Ketten mit 10.000 bis 50.000 Knoten

4.3 Markov-Ketten mit heterogenen Übergangs-

raten

In diesem Abschnitt soll getestet werden, wie sich der NeuML Algorithmus
verhält bei Ketten, die sich schon durch das ML- und das ErwML-Verfahren
gut lösen lassen. Um sich mit diesen beiden vergleichen zu können, darf sich
der Rechenaufwand nicht verschlechtert haben. In den Experimenten drei und
vier wurden zufällig erzeugte Markov-Ketten untersucht. Dabei wurden zwei
verschiedene Arten von Ketten verwendet, einmal aus einem realen Simula-
tionssystem hervorgegangene Ketten, und auch zufällig erzeugte Ketten, bei
denen sich die Eigenschaften Knotenanzahl und Vernetzungsgrad kontrol-
lieren lassen. Es wurden alle vier Algorithmen auf diesen beiden Gruppen
getestet.

Die erste Gruppe von Markov-Ketten wurde erzeugt von dem einfachen
Bediensystem aus Abbildung 4.18. Dies ist ein Modell einer CPU mit zwei
Speichereinheiten, die Jobs bearbeitet und wieder ausgibt. Außerdem hat das
System eine variable Anzahl von Terminals, die jeweils nur einen Job gleich-
zeitig im System haben können. Das System hat zwei Parameter, die Anzahl
der Terminals, und die Rate mit der die Jobs das System verlassen. Alle
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Ketten wurden mit einer Rate von 0.1 erzeugt und Terminalanzahl zwischen
1 und 50. Im Schema ist zu erkennen, dass die Übergangsraten recht unter-
schiedlich sind, und daher ergibt sich eine eher heterogene Markov-Kette.

Abbildung 4.18: Exp3 - Simulationsmodell eines einfachen Bediensystems

Die zweite Gruppe von Markov-Ketten wurde direkt als Graph erzeugt.
Dabei wurde zunächst ein Kreis von Knoten gebildet, die jeweils mit bei-
den Nachbarn verbunden sind. Dadurch wird sichergestellt, dass es sich um
eine Markov-Kette handelt. Danach wurden Querverbindungen innerhalb
des Kreises geschaffen, wie in Abbildung 4.19, um den Vernetzungsgrad zu
erhöhen. Als Vernetzungsgrad wird hier die Anzahl der ausgehenden Kanten
jedes Knotens bezeichnet, die in diesem Experiment konstant bei zehn festge-
legt ist. Die Kantengewichte wurden zufällig zwischen 1∗10−6 und 1 gewählt,
dadurch ergibt sich eine stark heterogene Kette. Um eine gewisse Sicherheit
der Messwerte zu bekommen wurden von jeder Kettengröße fünf verschiede-
ne Ketten erzeugt und gelöst, um dann die Mittelwerte der Kenngrößen zu
bilden. Der Parameter γ des NeuML-Verfahrens wurde mit 1.0 festgesetzt.
Dies bewirkt, dass vor jedem Vergröberungsschritt die Kette sortiert wird,
daher kann die Bildung negativer Kanten auf der nächsten Ebene weitest-
gehend ausgeschlossen werden. An diesem Beispiel soll getestet, wie sich die
neue Aggregationsstrategie bei Ketten auswirkt, die im allgemeinen gut von
Multilevel-Verfahren schnell gelöst werden, da sie stark heterogen sind.
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Abbildung 4.19: Exp4 - Gleichmäßig vernetzte kreisförmige Markov-Kette

Exp3 In Abbildung 4.20 ist zu erkennen, dass der Rechenaufwand des SOR-
Verfahren wesentlich stärker ansteigt, als der der drei Multilevel-Verfahren.
Wenn man wie in Abbildung 4.21 nur die drei Multilevel-Verfahren betrach-
tet, fällt auf, dass bei diesen Markov-Ketten der Rechenaufwand der NeuML-
Verfahrens sowohl gegenüber dem ML-Verfahren, als auch gegenüber dem
ErwML-Verfahren, etwas geringer ist.

Exp4 In Experiment vier wurde ebenfalls die Auswirkung der Kettengröße
auf den Rechenaufwand des Algorithmus untersucht. In Abbildung 4.22 ist
zu erkennen, dass auch bei diesen Ketten der Rechenaufwand des SOR-
Verfahrens viel stärker mit der Kettengröße ansteigt. Bei den drei anderen
Verfahren steigt der Rechenaufwand in etwa linear mit der Knotenanzahl
an, wie Abbildung 4.23 zeigt. Die Anzahl der notwendigen Iterationen in zur
Lösung Abbildung 4.24 zeigt nur einen leichten linearen Anstieg. Die Schwan-
kungen in den Messwerten sind in der geringen Anzahl von nur fünf Proben
pro Messpunkt begründet.

Es fällt auf, dass beim NeuML-Verfahren die Gesamtlaufzeit etwa doppelt
so schnell ansteigt wie bei den beiden anderen Verfahren, siehe Abbildung
4.25. Dies liegt daran, dass beim NeuML-Verfahren die Zeit zur Berechnung
der Vergröberung stärker ansteigt als bei den beiden anderen Verfahren (Ab-
bildung 4.26), wohingegen die eigentliche Zeit zur Berechnung der Lösung
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Abbildung 4.20: Exp3 - Rechenaufwand für verschiedene zufällig erzeugte
Markov-Ketten, logarithmische Skalierung

Abbildung 4.21: Exp3 - Rechenaufwand für verschiedene zufällig erzeugte
Markov-Ketten bei Multilevel-Verfahren
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Abbildung 4.22: Exp4 - Rechenaufwand für zufällig erzeugte Markov-Ketten
mit Knotenanzahlen von 1.000 bis 10.000, logarithmische Skalierung

Abbildung 4.23: Exp4 - Rechenaufwand für zufällig erzeugte Markov-Ketten
mit Knotenanzahlen von 1.000 bis 10.000
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Abbildung 4.24: Exp4 - Anzahl Lösungsiterationen für zufällig erzeugte
Markov-Ketten mit Knotenanzahlen von 1.000 bis 10.000

etwa gleich ist (Abbildungen 4.27 und 4.28).

Es hat sich in diesen beiden Experimenten gezeigt, dass das NeuML-
Verfahren kaum Veränderungen im Rechenaufwand gegenüber den anderen
Verfahren bringt. Die beiden hier untersuchten Gruppen werden bereits vom
ML- und ErwML-Verfahren schnell gelöst, und daher ist eine größere Verbes-
serung nicht zu erwarten. Bei stark heterogenen Ketten lassen sich viel leich-
ter eindeutige Zerlegungen finden als bei größtenteils homogenen Ketten, da-
her sind die anderen Multilevel-Verfahren bereits gut einsetzbar. Das NeuML-
Verfahren ist aber weiterhin wesentlich schneller als das SOR-Verfahren.

Da für allgemeine Markov-Ketten aufgrund dieser Untersuchungen keine
Aussage getroffen werden kann, wird im nächsten Abschnitt die Auswirkung
von bestimmten Parametern der Kette und des Algorithmus auf das Lösungs-
verhalten des NeuML-Algorithmus untersucht.
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Abbildung 4.25: Exp4 - Gesamtlaufzeit der Verfahren für zufällig erzeugte
Markov-Ketten mit Knotenanzahlen von 1.000 bis 10.000

Abbildung 4.26: Exp4 - Gesamtlaufzeit des NeuML-Verfahrens mit Anteilen
der Vergröberungs- und der Iterationsphase
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Abbildung 4.27: Exp4 - Gesamtlaufzeit des ErwML-Verfahrens mit Anteilen
der Vergröberungs- und der Iterationsphase

Abbildung 4.28: Exp4 - Gesamtlaufzeit des ML-Verfahrens mit Anteilen der
Vergröberungs- und der Iterationsphase
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4.4 Markov-Ketten Parameter

In den folgenden Experimenten wurde das neu entwickelte NeuML-Verfahren
hinsichtlich verschiedener Parameter getestet. Es ist zu erwarten, dass sich
der Rechenaufwand des Verfahrens mit steigendem Vernetzungsgrad erhöht.
Dadurch nimmt die Kantenanzahl zu, und daher auch die der zu beachtenden
Nachbarn in jedem Gauss-Seidel-Schritt während der Berechnung. Es wird
aber auch die Vergröberung an sich beeinflusst, da ein Knoten immer mit
seinen Nachbarn, bzw. die Kanten eines Knotens untereinander verglichen
werden, und wenn deren Anzahl zunimmt, steigt zwangsläufig auch der Re-
chenaufwand des Algorithmus. Wie stark der Einfluss des Vernetzungsgrades
ist soll in den Experimenten fünf und sechs untersucht werden.

In Experiment fünf wird getestet, wie sich der Algorithmus bei einer
Veränderung des Vernetzungsgrades verhält. Dazu wurden, wie schon im
vorherigen Abschnitt beschrieben, kreisförmige Markov-Ketten erzeugt. Die-
se haben eine konstante Knotenanzahl von 1000 und verschiedenen Vernet-
zungsgrade. Außerdem wurde untersucht ob sich der Parameter γ auf das
Ergebnis auswirkt.

In Experiment sechs wird untersucht, ob sich das Verhalten des Algorith-
mus bei steigender Knotenanzahl verändert, wenn eine stärkere Vernetzung
der Kette vorliegt. Dabei wurden wiederum die Kenngrößen bei Ketten in
verschiedenen Größen einmal mit Vernetzungsgrad 10 und einmal mit 50
verglichen.

56



Exp5 In Abbildung 4.29 ist zu erkennen, dass der Rechenaufwand in etwa
linear mit dem Vernetzungsgrad der Kette ansteigt. Dabei gibt es nur wenig
Unterschied zwischen einer niedrigeren und einer höheren Sortierschwelle γ.
Ebenso steigt die Gesamtlaufzeit des Algorithmus an aber nicht abhängig
vom Parameter γ, siehe Abbildungen 4.30 und 4.31. Dabei ist zu beachten,
dass die Berechnung der Vergröberung nicht übermäßig stark vom Vernet-
zungsgrad abhängt, sondern sogar weniger stark ansteigt als die Gesamt-
laufzeit. Die eigentliche Berechnung der Lösung in der Iterationsphase hängt
wesentlich stärker vom Vernetzungsgrad ab.

Abbildung 4.29: Exp5 - Rechenaufwand für zufällig erzeugte Markov-Ketten
bei Vernetzungsgraden zwischen 2 und 100
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Abbildung 4.30: Exp5 - Gesamtlaufzeit des NeuML-Verfahrens mit γ = 0.1
bei Markov-Ketten mit verschiedenen Vernetzungsgraden

Abbildung 4.31: Exp5 - Gesamtlaufzeit des NeuML-Verfahrens mit γ = 1.0
bei Markov-Ketten mit verschiedenen Vernetzungsgraden
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Exp6 In Abbildung 4.32 ist zu erkennen, dass zwar der Rechenaufwand
an sich höher ist bei einem höheren Vernetzungsgrad der Kette, hier lässt
sich aber kein erkennbarer Unterschied im Anstieg des Rechenaufwandes bei
steigender Knotenanzahl feststellen. Andererseits fällt bei der Anzahl der
notwendigen Sortierungen in Abbildung 4.33 auf, dass bei einem höheren
Vernetzungsgrad weniger Sortierungen notwendig sind, als bei einem niedri-
geren. Außerdem fällt in Abbildung 4.34 auf, dass die Vergröberungszeit für
einen höheren Vernetzungsgrad weniger stark ansteigt, als für einen niedri-
geren.

Abbildung 4.32: Exp6 - Rechenaufwand für zufällig erzeugte Markov-Ketten
mit verschiedenen Vernetzungsgraden und steigenden Knotenanzahlen

Wie erwartet erhöht sich der Rechenaufwand des Algorithmus mit steigen-
dem Vernetzungsgrad. Andererseits ist überraschend, dass bei einem höher-
en Vernetzungsgrad weniger häufig sortiert werden muss, als bei niedrigerem.
Dies kann an der speziellen Struktur der untersuchten Markov-Ketten liegen,
aber auch an anderen Ursachen. Daher müssen hier noch weitere Untersu-
chungen angestellt werden.
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Abbildung 4.33: Exp6 - Anzahl vorgenommener Sortierungen während der
Vergröberung bei verschiedenen zufällig erzeugte Markov-Ketten

Abbildung 4.34: Exp6 - Zeit zur Berechnung der Vergröberung bei verschie-
denen zufällig erzeugte Markov-Ketten
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4.5 Sortierschwelle Gamma

Der Parameter Gamma legt fest, wie oft während der Vergröberung die Kette
neu sortiert wird. Eigentlich sollte eine häufigere Sortierung den Rechenauf-
wand des Algorithmus erhöhen, da aber der Rechenaufwand einer Sortie-
rung wesentlich geringer ist als der eines Vergröberungsschrittes ist das nicht
der Fall. Durch eine Sortierung werden mehr Kanten relevant, und dadurch
können mehr Knoten zusammengefasst werden. Es verringert sich also die
Summe der Knoten über alle Ebenen, oder sogar die Anzahl der benötigten
Vergröberungsschritte.

In Experiment sieben und acht wird der Parameter γ des Aggregations-
verfahrens variiert. Dieser Parameter legt fest, wann eine Kette während der
Berechnung der Vergröberung sortiert wird. Wenn der Anteil der relevanten
Kanten (siehe Kapitel zwei) unter diese Schwelle γ fällt, so wird die Kette neu
sortiert vor dem nächsten Vergröberungsschritt. Als Versuchsobjekte werden
verschiedene Arten von Ketten verwendet, einmal die in Experiment drei
verwendeten zufällig erzeugten Ketten und die in Abschnitt 4.2 untersuchen
homogenen eindimensionalen Ketten und teilweise homogenen Gitter.

Exp7 In Experiment sieben wird an den Markov-Ketten, die durch das
oben beschriebene Bediensystem erzeugt werden, das Verhalten des Algo-
rithmus beobachtet. Dabei wird zunächst nie sortiert, beim zweiten Test,
wenn keine relevanten Kanten mehr vorhanden sind, und in den restlichen
Tests, abhängig von der Schwelle γ.

Die Abbildung 4.35 zeigt, dass nie zu sortieren keine Alternative für
zufällig erzeugte Ketten ist. Dies ist nicht verwunderlich, da, wie bereits in
Kapitel 3 beschrieben, irgendwann keine relevanten Kanten mehr vorhanden
sind, und nicht mehr vergröbert werden kann. Dies verbessert sich schlagartig
bei einer Sortierschwelle von γ = 0.0 oder γ = 0.1. Für höhere Werte von γ
bleibt der Rechenaufwand in etwa gleich.

Die Untersuchung der Anzahl der benötigten Vergröberungsschritte in
Abbildung 4.36 bestätigt die Vermutung, dass oft eine weitere Vergröberung
nicht mehr möglich ist, und daher entstehen viele aufeinanderfolgende Ebe-
nen mit gleicher Knotenanzahl bis die im Programm definierte maximale
Anzahl von Vergröberungsschritten erreicht ist. Es ist erkennbar, dass eine
zwischenzeitliche Sortierung unerlässlich ist für den Erfolg des Algorithmus
bei zufällig erzeugten Ketten. Oft ist es auch zweckmäßig ein 0 � γ ≤ 1 zu
wählen, da meist der Rechenaufwand mit steigendem γ noch abnimmt.
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Abbildung 4.35: Exp7 - Rechenaufwand für verschiedene zufällig erzeugte
Markov-Ketten abhängig von der Sortierschwelle γ

Abbildung 4.36: Exp7 - Anzahl Vergröberungsebenen für verschiedene
zufällig erzeugte Markov-Ketten abhängig von der Sortierschwelle γ
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Abbildung 4.37: Exp7 - Anzahl vorgenommener Sortierungen für verschiede-
ne zufällig erzeugte Markov-Ketten abhängig von der Sortierschwelle γ

Exp8 Bei eindimensionalen Ketten oder den in Abschnitt 4.1 beschriebe-
nen inhomogenen Gittern ist eine zwischenzeitliche Sortierung aber völlig
unnötig, da durch die sequentiell sortierten Stränge schon die optimale Ver-
gröberung gefunden werden kann. Bei der Aggregation können sich zwischen-
zeitlich zwei zueinander parallelen Kanten geringfügig im Gewicht unter-
scheiden. Dann sind sie immer noch beide stark, aber das Sortierverfahren
verändert die Knotennummerierung trotzdem, da sie sich unterscheiden. Da-
her ist der Parameter γ weiterhin gerechtfertigt, da eben nicht bei allen
Markov-Ketten eine Sortierung notwendig, oder auch nur von Vorteil ist.

Die Abbildungen 4.38 und 4.39 zeigen, dass der Rechenaufwand stark zu-
nimmt, wenn bei jedem Vergröberungsschritt sortiert wird. Der gravierendste
Unterschied ist aber in den Abbildungen 4.40 und 4.41 zu erkennen. Der große
Vorteil des Verfahrens bei diesen Ketten, dass es bei steigender Problemgröße
eine konstante Iterationsanzahl behält, wird durch die Sortierung zerstört.

Der Parameter γ ist also bei verschiedenen Ketten auch unterschiedlich zu
wählen. Bei eindimensionalen homogenen Ketten und inhomogenen Gittern
muss 0 ≤ γ � 1 sein, da sonst die bereits vorhandene vorteilhafte Ordnung
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Abbildung 4.38: Exp8 - Rechenaufwand für verschiedene eindimensionale
Markov-Ketten

der Knoten durch eine Sortierung zerstört werden könnte, und die konstan-
te Iterationsanzahl nicht gehalten werden kann. Bei den stärker heteroge-
nen Markov-Ketten, die hier untersucht wurden, sollte dagegen 0 � γ ≤ 1
gewählt werden, denn hier verringert eine häufige Sortierung den Rechenauf-
wand des Algorithmus. Einen weiteren Grund γ groß zu wählen haben einige
Probleme die während der Experimente auftraten geliefert. Dieser wird im
nächsten Abschnitt erläutert.
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Abbildung 4.39: Exp8 - Rechenaufwand für gitterförmige Markov-Ketten von
100 bis 500 Knoten

Abbildung 4.40: Exp8 - Anzahl Lösungsiterationen für verschiedene eindi-
mensionale Markov-Ketten
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Abbildung 4.41: Exp8 - Anzahl Lösungsiterationen für gitterförmige Markov-
Ketten von 100 bis 500 Knoten
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4.6 Probleme

Bei den Experimenten stellte sich heraus, dass bei zufällig erzeugten Ket-
ten Probleme auftreten können. Bei gewissen Knotenkonstellationen kann
es passieren dass einer oder mehrere Knoten auf der gröberen Ebene iso-
liert werden. Dass heißt, dass sie keine einlaufenden, oder keine auslaufenden
Kanten haben. Das entstehende Gebilde ist dann natürlich keine Markov-
Kette mehr. So wird beispielsweise die Markov-Kette in Abbildung 4.42 bei
γ = 0.1 wie in Abbildung 4.43 vergröbert. Das dabei entstehende Gebilde ist
offensichtlich keine Markov-Kette, da Knoten 1 keine ausgehende Kante hat.
Daher kann keine Lösung berechnet werden.

Sortiert man die Kette aber vor der Vergröberung, setzt man also γ =
1.0, so wird die Kette wie in Abbildung 4.44 umsortiert. Dann läuft die
Vergröberung wie in Abbildung 4.45 ab. Hier werden Knoten 0, 1 und 3
zu C-Knoten und auf einen gemeinsamen Elternknoten abgebildet. Dadurch
wird die Zerstörung der Markov-Kette vermieden. Es bleibt zu untersuchen,
ob dies immer der Fall ist.

Außerdem ist das in [Lab97] aufgetretene Problem der negativen Kan-
ten noch immer vorhanden. Durch eine Sortierung kann dies aber auch wei-
testgehend umgangen werden. Die Ursache für die auf der gröberen Ebene
auftretenden negativen Kanten sind von einem F-Knoten ausgehende starke
Kanten, die aber nicht zu einem C-Knoten führen, mit dem er aggregiert
wird - mit anderen Worten starke Kanten, die entgegen der Gauss-Seidel-
Bearbeitungsrichtung der Knoten laufen. Da bei einer Sortierung die Ord-
nung der entsprechenden Knoten umgekehrt wird, kann durch ein γ = 1.0
auch dieses Problem umgangen werden kann. Wiederum bleibt zu untersu-
chen, ob dies immer der Fall ist.
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Abbildung 4.42: Beispiel einer problematischen Markov-Kette

Abbildung 4.43: Vergröberung der problematischen Markov-Kette
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Abbildung 4.44: Umsortierte Markov-Kette

Abbildung 4.45: Neue Vergröberung der Markov-Kette

4.7 Zusammenfassung

In diesem Kapitel wurde der NeuML-Algorithmus eingehenden Tests unter-
zogen und mit den anderen erwähnten Algorithmen verglichen. Außerdem
wurde der Einfluss verschiedener Markov-Ketten Parameter und der der Sor-
tierschwelle γ auf das NeuML-Verfahren untersucht.

Bei den Strukturuntersuchungen hat sich herausgestellt, dass sich die
Aggregationsstrategie genau so verhält, wie es beabsichtigt war. Die innere
Struktur von manchen Ketten wird erkannt und berücksichtigt. Das zeigt bei
eindimensionalen Ketten mit homogenen Übergangsraten und inhomogenen
zweidimensionalen Gittern große Vorteile. Die Anzahl benötigter Iterationen
bleibt konstant bei vier bei steigender Problemgröße. Dabei muss der Para-
meter 0 ≤ γ � 1 gewählt werden, da sonst die Sortierung die Struktur der

69



Kette stören kann. Hier wurde eine wesentliche Verbesserung gegenüber dem
ErwML-Verfahren erzielt.

Bei zufällig erzeugten heterogenen Markov-Ketten, für die das ML- und
das ErwML-Verfahren bereits gut abschneiden, bringt das NeuML-Verfahren
keine Verschlechterung. Durch eine Wahl des Parameters 0 � γ ≤ 1 kann
auch die Bildung von negativen Kanten auf der gröberen Ebene verhindert
werden. Damit kann ein in [Lab97] aufgetretenes Problem vermieden werden.

Hinsichtlich Kettenlänge und Vernetzungsgrad verhält sich der Algorith-
mus ebenfalls wie erwartet, der Rechenaufwand erhöht sich nicht stärker bei
steigender Problemgröße, als bei den anderen Multilevel-Verfahren.

Der Parameter γ, der bestimmt, wie oft während der Vergröberung sor-
tiert wird, spielt eine wichtige Rolle. Einerseits verringert sich bei den un-
tersuchten zufällig erzeugten Markov-Ketten meist der Rechenaufwand bei
steigendem γ, da durch die Sortierung mehr starke Kanten in die richtige
Richtung laufen, und daher die Anzahl der Knoten von einer Ebene zur an-
deren stärker verringert werden kann. Andererseits verhindert ein 0 � γ ≤ 1
das Auftreten von isolierten Knoten und negativen Kanten auf der groben
Ebene. Beide Probleme werden durch starke Kanten ausgelöst, die entgegen
der Abarbeitungsrichtung des Gauss-Seidel-Verfahrens laufen, und dies wird
durch eine Neunummerierung der Knoten behoben.

Dieses Kapitel hat gezeigt, dass sich das neue Aggregationsverfahren po-
sitiv auf die Performanz des Algorithmus auswirkt. Bei Ketten, die das ML-
Verfahren bzw. das ErwML-Verfahren bereits gut lösen, findet keine Ver-
schlechterung statt. Bei eindimensionalen Ketten, die das ErwML-Verfahren
bereits optimal löst, findet ebenfalls keine Verschlechterung statt. Bei ei-
ner Gruppe von Ketten (zweidimensionalen inhomogenen Gittern), die das
ErwML-Verfahren noch nicht gut lösen kann, wird dies durch das NeuML-
Verfahren erreicht.
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Kapitel 5

Abschluss

Markov-Ketten sind eine sehr wichtige Gruppe von Modellen in der Simu-
lation. Zum Ermitteln der stationären Lösung werden heutzutage meist das
Gauss-Seidel-Verfahren oder das SOR-Verfahren verwendet. Diese Verfahren
haben den Nachteil, dass das Verhalten des Algorithmus, speziell die Fehler-
reduktionsrate pro Iteration, von der Größe des Problems, also der Anzahl
der Unbekannten abhängt. Dadurch wird der Rechenaufwand bei großen
Markov-Ketten schnell zu groß. Die neu entwickelten Multilevel-Verfahren
stellen einen vielversprechenden Ansatz zur Behebung dieses Problems dar.
Mit dem in [HL93] vorgestellten ML-Verfahren und der in [Lab97] dazu vor-
gestellten algorithmischen Erweiterung können bereits einige Klassen von
Markov-Ketten sehr effizient gelöst werden. Das Ziel dieser Diplomarbeit war
es, eine neue Aggregationsstrategie für das erweiterte Multilevel-Verfahren
zur stationären Lösung von Markov-Ketten zu entwickeln, um eine weite-
re Klasse von Markov-Ketten, nämlich regelmäßig strukturierte Ketten mit
teilweise homogenen Übergangsraten, zu der Gruppe hinzuzufügen, die mit
Multilevel-Verfahren schnell gelöst werden können.

5.1 Zusammenfassung

Dazu wurde zunächst im ersten Kapitel dargestellt, wie wichtig Markov-
Ketten für die Simulation sind, und wie vielseitig sie sich einsetzen lassen.
Es wurden Anwendungen wie zum Beispiel die Markov chain Monte Car-
lo Methoden erwähnt. Danach wurden als bisher übliche Lösungsverfahren
Gauss-Seidel und das SOR-Verfahren erwähnt, und deren schlechte Laufzei-
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teigenschaften angerissen. Diese liegen hauptsächlich in der oben erwähnten
Abhängigkeit von der Problemgröße begründet. Dadurch nimmt nicht nur der
Rechenaufwand pro Iteration mit steigender Kettengröße zu, sondern auch
die Anzahl benötigter Iterationen an sich. Als neuer Ansatz wurde das in
[HL93] vorgestellte Multilevel-Lösungsverfahren vorgestellt, ebenso wie die
in [Lab97] dazu vorgeschlagene algorithmische Erweiterung.

Der Kernpunkt der Multilevel-Verfahren ist es, die ursprüngliche Markov-
Kette sukzessive zu vergröbern, durch das Zusammenfassen und Aufspalten
von Knoten. Die Eigenschaft des Gauss-Seidel-Verfahrens, dass sich die re-
lativen Wahrscheinlichkeiten stark verbundener Knoten schnell aneinander
annähern, wird ausgenutzt, indem diese zusammengefasst und auf der gro-
ben Ebene als ein Knoten behandelt werden. Dadurch wird eine entscheiden-
de Verbesserung in den Laufzeiteigenschaften erreicht. Speziell für Markov-
Ketten mit ausschließlich homogenen Übergangsraten konnte bereits durch
das ErwML-Verfahren eine konstante Iterationsanzahl mit steigender Pro-
blemgröße erreicht werden.

Das Ziel dieser Diplomarbeit war es eine verbesserte Aggregationsstrate-
gie zu entwickeln, die auch Ketten mit größtenteils homogenen Übergangs-
raten wie in Abbildung 5.1 mit konstanter Iterationsanzahl lösen kann. Da-
bei darf sich aber keine Verschlechterung bei bereits gut mit den vorherigen
Multilevel-Verfahren lösbaren, stark heterogenen, Ketten ergeben.

Abbildung 5.1: Zweidimensionale Markov-Kette mit inhomogenen Über-
gangsraten

In Kapitel zwei werden zunächst allgemeine Grundlagen für Markov-
Ketten gelegt, und dann die beiden einfachen iterativen Lösungsverfahren
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SOR(successive overrelaxation) und Gauss-Seidel erklärt. Danach werden
die Grundzüge der Multilevel-Lösungsverfahren erklärt und deren Vorteile
erläutert. Im ML-Verfahren können Knoten ausschließlich zusammengefasst
und komplett auf die nächstgröbere Ebene abgebildet werden. Im ErwML-
Verfahren können Knoten auch auf mehrere Nachbarn aufgespalten werden,
sollten sie mit diesen gleichstark verbunden sein. Dadurch werden Verbes-
serungen für ausschließlich homogene Markov-Ketten erzielt. Um diese Ver-
besserung auch für Markov-Ketten mit nur teilweise homogener Struktur zu
erhalten, muss eine neue Aggregationsstrategie entwickelt werden.

In Kapitel drei ist die Entwicklung des Algorithmus dargelegt, von der
Idee bis zu endgültigen Ausführung. Hier wird zunächst definiert dass eine
Kante relevant ist, wenn sie ein hohes Kantengewicht hat und von einem
Knoten mit niedriger Position zu einem mit höherer läuft. In den folgen-
den Vergröberungsschritten werden nur diese relevanten Kanten betrachtet.
Dabei werden zunächst die Knoten in zwei Gruppen aufgeteilt, C-Knoten
werden aggregiert und F-Knoten auf ihre Nachbarn aufgespalten. Die Auf-
teilung geschieht so, dass erst alle potentiellen F-Knoten so bezeichnet wer-
den, und im nächsten Schritt wird deren Anzahl reduziert, denn es dürfen
mit der jetzige Restriktionsformel keine zwei F-Knoten durch eine relevante
Kante verbunden sein. Außerdem werden die konkreten Anforderungen an
den Algorithmus aufgestellt und begründet. Bei der Entwicklung des Algo-
rithmus wird jeder Schritt erläutert und mit Beispielen begründet. Es wurde
auch notwendig, einen Sortieralgorithmus für Markov-Ketten zu entwickeln,
der eine möglichst vorteilhafte Ordnung für die Knoten erzeugt. Dadurch
kann vermieden werden, dass sich auf den gröberen Ebenen negative Kanten
bilden, was in [Lab97] als Problem aufgetreten war.

In Kapitel vier wird nun die neue Aggregationsstrategie getestet. Bei Ket-
ten mit einer Struktur wie in Abbildung 5.1 konnte eine konstante Iterations-
anzahl bei steigender Problemgröße erreicht werden. Das bedeutet, dass die
Fehlerreduktionsrate pro Iteration nicht mehr von der Anzahl der Unbekann-
ten abhängt, womit der entscheidende Nachteil der heute gängigen iterativen
Verfahren für Markov-Ketten aufgehoben ist. Damit ist eines der Kernziele
der Arbeit erreicht, eine weitere Gruppe zu den effizient lösbaren Markov-
Ketten hinzuzufügen. Für stark heterogene Ketten, die sich bereits mit dem
ML-Verfahren gut lösen lassen, verschlechtert sich die Gesamtlaufzeit des Al-
gorithmus nicht. Bei steigender Problemgröße und steigendem Vernetzungs-
grad zufällig erzeugter Ketten verhält sich der Algorithmus wie erwartet,
seine Gesamtlaufzeit steigt in etwa gleichstark mit den anderen Algorithmen
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an. Damit stellt das neue Aggregationsverfahren eine Verbesserung dar.

Während der Experimente traten aber auch neue Probleme auf. Bei man-
chen heterogenen Ketten können auf gröberen Ebenen isolierte Knoten ent-
stehen, die keine ein- oder ausgehenden Kanten haben, was in einer Markov-
Kette nicht passieren darf. Dies deutet auf einen Fehler in der Aggrega-
tionsstrategie hin, der aber aufgrund der begrenzten Bearbeitungszeit des
Problems nicht mehr behoben werden konnte. Durch eine Sortierung vor je-
dem Vergröberungsschritt kann der Fehler in der Aggregationsstrategie aber
umgangen werden, da dadurch die in die falsche Richtung laufenden star-
ken Kanten nicht mehr auftreten, die einen isolierten Knoten auf der groben
Ebene verursachen können.

In [Lab97] trat das Problem auf, dass in manchen Fällen durch in die
falsche Richtung laufende starke Kanten negative Übergangsraten auf der
groben Ebene erzeugt wurden. Es handelt sich dabei wahrscheinlich um ein
Problem in der Restriktionsformel. Da wie bereits beschrieben solche Kanten
durch eine Sortierung größtenteils vermieden werden, kann damit auch diese
Problem umgangen werden. Es hat sich in den Experimenten gezeigt, dass
sich oft die Gesamtlaufzeit des Algorithmus verringert, wenn öfter sortiert
wird. Daher bringt diese Strategie keine Nachteile. Bei homogenen Ketten ist
Sortieren eher kontraproduktiv, da es die konstante Iterationsanzahl zerstört.
Hier können aber aufgrund der gleichmäßigen Übergangsraten weder negative
Kanten noch isolierte Knoten auftreten.

Damit kann die neue Aggregationsstrategie die in sie gestellten Anfor-
derungen erfüllen. Es kann eine weitere Klasse von Markov-Ketten mit den
Multilevel-Verfahren effizient gelöst werden ohne einen Verlust in der Effizi-
enz bei den bereits gut lösbaren Gruppen. Die Problem-Klasse, die durch den
hier verbesserten Algorithmus nun auch effizient gelöst werden kann, sind re-
gelmäßig strukturierte, größtenteils homogene Markov-Ketten. Diese können
entstehen, wenn mit Markov-Ketten andere Wahrscheinlichkeitsverteilungen
als die Exponentialverteilung nachgebildet werden.

5.2 Ausblick

Die neue Aggregationsstrategie bringt einen Vorteil für größtenteils homo-
gene Markov-Ketten. Bei Anwendungen wo solch regelmäßige Strukturen
entstehen, insbesondere bei der Darstellung anderer Wahrscheinlichkeitsver-
teilungen mit Hilfe von Markov-Ketten, sollte der Algorithmus zu starken
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Laufzeitgewinnen führen. Es bleibt zu untersuchen, ob die hier entwickelte
Aggregationsstrategie erreicht, dass das Lösungsverhalten einer Kette nicht
beeinflusst wird durch den Austausch eines einfachen Überganges gegen ei-
ne regelmäßig angeordnete Knotengruppe, im Zuge der Nachbildung einer
anderen Wahrscheinlichkeitsverteilung.

In der Aggregationsstrategie selber ist der Schritt der Reduktion der F-
Knoten noch recht einfach gelöst. Hier sollte über eine verbesserte Vorge-
hensweise nachgedacht werden. Außerdem sind mehrere Schritte der Aggre-
gationsstrategie sehr aufwendig, da Kantenlisten durchsucht werden müssen.
Dies könnte durch Veränderungen in der Implementation, oder durch eine
veränderte Speicherung der Informationen verbessert werden. In einer ma-
tritzenartigen Abspeicherung der Markov-Ketten ist das Auffinden einer ent-
gegengesetzten Kante denkbar einfach, es könnte aber sein, dass sich dadurch
der Speicheraufwand für große Ketten unverhältnismäßig stark erhöht, oder
andere Aspekte des Algorithmus dadurch ihre Effektivität verringern.

Da die Aggregationsstrategie nur einen Teil des Gesamtalgorithmus dar-
stellt, ist in den anderen Teilen natürlich noch Raum für Verbesserungen.
Insbesondere sollte versucht werden die Restriktionsformel dahingehend zu
ändern, dass keine negativen Kanten mehr erzeugt werden können. Ebenso
sollte das Auftreten isolierter Knoten durch eine Veränderung der Aggregati-
onsstrategie verhindert werden. Beide Probleme konnten durch regelmäßiges
sortieren der Kette vermieden werden, die Ursachen sind aber grundsätzlich
noch vorhanden.

Es sollte auch untersucht werden, ob sich Multilevel-Verfahren in an-
deren Bereichen der Markov-Ketten anwenden lassen, so zum Beispiel zur
Lösung von discrete-time Markov chains. Diese unterscheiden sich durch die
diskrete Zeitachse von den hier untersuchten continuous-time Markov chains,
und dadurch, dass die Übergänge zwischen den Zuständen Wahrscheinlich-
keiten darstellen anstatt von Raten. Eine CTMC kann sogar durch Diskre-
tisierung in eine DTMC umgeformt werden. Daher ist es durchaus denkbar,
dass Multilevel-Verfahren auch hier zur effizienten Ermittlung der stationären
Lösung eingesetzt werden können, falls diese existiert.

5.3 Beurteilung

In dieser Diplomarbeit wurde eine neue Aggregationsstrategie für Multilevel-
Verfahren zur stationären Lösung von Markov-Ketten entwickelt. Dadurch
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wurde erreicht, dass eine weitere Gruppe von Markov-Ketten jetzt sehr effi-
zient mit diesen neuen Verfahren gelöst werden kann. Das stellt einen wich-
tigen Schritt auf dem Weg zu einem universellen Lösungsalgorithmus für
Markov-Ketten dar, der wesentlich schneller ist als die heutzutage verwende-
ten Methoden, Gauss-Seidel und SOR. Da Markov-Ketten eine sehr wichtige
Klasse von Modellen in der Simulation bilden, wie bereits im ersten Kapitel
erwähnt hat das Bedeutung für das gesamte Gebiet der Simulation.

Während dieser Diplomarbeit habe ich einen Einblick in das große Gebiet
der Markov-Ketten in der Simulation gewonnen. Das Thema ist sehr interes-
sant, und auch praxisrelevant, wie schon die Auswahl der möglichen Anwen-
dungen in Kapitel eins zeigt. Außerdem war es mir durch die mathematische
Orientierung dieser Arbeit möglich, Kenntnisse aus meinem Nebenfach und
Hobby Mathematik einzubringen. Die gute Zusammenarbeit mit meinem Be-
treuer Graham Horton hat auch dazu beigetragen, dass mir das Anfertigen
dieser Diplomarbeit viel Spaß gemacht hat.
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Lösung stationärer Warteschlangensysteme, Diplomarbeit, Universität
Erlangen Nürnberg, IMMD3, 1994.

[She99] N.A. Sheehan, On the application of Markov chain Monte Carlo me-
thods to genetic analyses on complex pedigrees, Department of Mathe-
matical Sciences, Loughborough University, 1999.

[Ste94] William J. Stewart, Introduction to the numerical solution of Markov
chains, Princton University Press, Princeton, NJ, 1994.

[Tan02] Tan Wai-Yuan, Stochastic Models with Applications to Genetics,
Cancers, AIDS and other Biomedical Systems, University of Memphis,
2002

[Tel00] Homepage of the Research Group for Telecommunications, Mathema-
tical Statistics, Chalmers University of Technology and Göteborg Uni-
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