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 Zusammenfassung 

Gegenstand der hier vorgestellten Arbeit ist die Realisierung einer Gestenerkennung an 

einem Multitouchtisch mithilfe von Hidden non-Markovian Models (HnMM). Mithilfe 

einer solchen Implementierung sollte das Ziel erreicht werden, zu zeigen, dass die noch 

recht jungen HnMM in der Praxis zur Erkennung von Multitouch-Gesten verwendet 

werden können und dabei auch in der Lage sind sehr ähnliche Gesten zu unterscheiden. 

Um dieses Ziel zu erreichen wurden mögliche Ansätze analysiert und Entscheidungen 

abgewogen, um eine möglichst effiziente und genaue Erkennung von Gesten zu ermög-

lichen und um ein konkretes Konzept zu erhalten. Dieses Konzept wurde in Java im-

plementiert und Versuchen zur Erkennungsqualität und –geschwindigkeit unterzogen. 

Zum Vergleich wurde ein sehr ähnliches System auf Basis von Hidden Markov Models 

(HMM) implementiert, welches die gleichen Versuche durchlaufen hat. Die Ergebnisse 

zeigten, dass ein HnMM-System sehr gut zur Erkennung sehr ähnlicher Gesten auch in 

der Praxis verwendet werden könnte, da die Erkennungsgeschwindigkeit auf dem glei-

chen Niveau, wie das HMM-System lag und die Erkennungsqualität sogar etwas besser 

war. Gleichzeitig wurde aber auch gezeigt, dass das HMM-System entgegen der Erwar-

tung durchaus in der Lage dazu ist, ähnliche Gesten zu unterscheiden. Auf Grundlage 

dieser Ergebnisse könnten praxistaugliche HnMM-Systeme zur Gestenerkennung ent-

wickelt werden, die nicht wie in dieser Arbeit auf die manuelle Erstellung von Modellen 

angewiesen sind. 
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1 Einführung 

1.1 Hintergrund & Motivation 

1.1.1 Die Situation und der Trend 

In der heutigen modernen Gesellschaft sind wir umgeben von einer Vielzahl verschie-

denster technisch anspruchsvoller Maschinen, Computer und anderer Geräte, deren Be-

dienung einen wesentlichen Bestandteil in vielen Bereichen unseres alltäglichen Lebens 

darstellt. Angefangen bei nützlichen Alltagsgegenständen wie dem Handy, Auto oder 

Laptop bis hin zu industriellen Maschinen und Anlagen stellt die Bedienung einen wich-

tigen Aspekt dar. So kann eine optimale und reibungslose Steuerung für eine gesteigerte 

Effizienz und sogar für eine erhöhte Sicherheit sorgen. Eine gute Ergonomie kann mög-

liche körperliche Dauerschäden vermeiden, die durch die Bedienung induzierte Körper-

haltung verursacht werden können. Durch die fortschreitende Verbreitung von Compu-

tern in nahezu alle Bereiche und Gegenstände des Alltags, hat sich die Mensch-

Computer-Interaktion zu einem wichtigen Forschungsgebiet entwickelt, in der Metho-

den und Verfahren für eine natürliche und intuitive Nutzung von Computergeräten ent-

wickelt werden. 

Die wahrscheinlich verbreitetste und bekannteste Art und Weise einen Computer zu 

bedienen, ist seit Jahrzehnten die Nutzung von Maus und Tastatur. Allerdings ist in den 

letzten Jahren ein Trend zu verzeichnen, wobei bei vielen neuen Geräten auf diese Ein-

gabemöglichkeit verzichtet wird. Vielmehr setzt man auf die Möglichkeit den Men-

schen als Eingabe zu nutzen, welcher durch Gesten Befehle geben kann. Ein Beispiel 

dafür ist Xbox Kinect, ein System das es ermöglicht, spezielle Spiele ohne Controller zu 

spielen, indem Körperbewegungen über eine Kamera erkannt und als Eingabe genutzt 

werden. Auch bei modernen Fernsehern (z.B. Samsung) werden Handbewegungen über 

eine Kamera erkannt und als Befehle interpretiert, um den Fernseher zu steuern, ganz 

ohne Fernbedienung.  

Die größte Verbreitung der letzten Jahre hat wohl die Multitouchsteuerung erfahren 

(Kahle, 2012). Sie hat sich vor allem für zwei Geräteklassen zum Quasi-Standard ent-

wickelt: Smartphone und Tablet. Dafür maßgeblich verantwortlich war die Einführung 

des iPhones von Apple im Jahre 2007, welches ausschließlich über einen kapazitiven 

Multitouchscreen bedient wird und seither fast 245 Millionen Mal verkauft (akkumu-

lierte Zahl aus den offiziellen Apple Quartalsberichten von Q3 2007 bis Q3 2012) wur-

de. Andere Smartphone-Hersteller verwenden für ihre Modelle das nahezu gleiche Be-
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dienkonzept und auch bei Tablets ist es vorherrschend. Der größte Softwarehersteller 

der Welt, Microsoft, stellt sich auf eine Zukunft beherrscht von Touchscreens ein: 

"In einigen Jahren wird jeder PC und jeder Bildschirm einen 

Touchscreen haben. Man wird darüber lachen, dass dies einmal 

nicht so war" Jensen Harris, Microsoft Manager (Stepanek, 2011) 

Es wird sogar von einem Paradigmenwechsel gesprochen, der die Entwicklung der neu-

esten Ausgabe des Windows Betriebssystems, Windows 8, maßgeblich beeinflusst hat 

und zur Entwicklung des neuen Metro Designs führte. 

Man kann also von einer sehr hohen Akzeptanz bei dieser Art der Eingabe ausgehen, 

die vermutlich in der intuitiven und natürlichen Art und Weise, Objekte auf dem Bild-

schirm beinahe anzufassen, begründet ist. Außerdem ist das grundlegende Konzept 

schon länger von vielen öffentlichen Automaten (z.B. Fahrkartenautomaten und Info-

terminals) mit Singletouchsteuerung bekannt, bei der der Finger (bei einigen Geräten 

auch Stifte) als Ersatz für die sonst übliche Maus- oder Trackballsteuerung genutzt 

wird. Bei der zurzeit üblichen und verbreiteten Multitouchsteuerung ist das Single-

touchkonzept eigentlich nur durch die Pinch-Geste, die zum Zoomen und Rotieren ver-

wendet wird, erweitert worden. Nur wenige Anwendungen machen von den vielfältigen 

neuen Möglichkeiten, die sich durch Nutzung mehrerer Finger ergeben, Gebrauch. 

Gründe dafür sind möglicherweise die bei Smartphones üblichen relativ kleinen Bild-

schirme, die nicht viel Spielraum für komplexe Gesten mit vielen Fingern lassen oder 

aber auch die schwierige Umsetzung einer Erkennung für solche Gesten. 

Eine weniger verbreitete Geräteklasse, die eine Multitouchunterstützung bietet, sind die 

Multitouchtische. Dies sind tischähnliche Geräte, die eine deutliche größere Bild- und 

Berührungsfläche bieten als die bereits angesprochenen Smartphones und Tablets. Sie 

können vor allem für kreative und planerische Anwendungen verwendet werden, da die 

größere Nutzungsfläche und der feste Aufbau eine kollaborative Verwendung ermögli-

chen, sowie für mehr Übersicht bei komplexen bzw. großen Grafiken sorgen. Des Wei-

teren könnten auch Gesten mit zwei Händen ihren Einsatz finden, da zum einen mehr 

Platz dafür vorhanden ist und zum anderen beide Hände frei sind, während ein Smart-

phone oder Tablet in der Regel gehalten wird. Die Arbeitsgruppe User Interface & 

Software Engineering (UISE) der Fakultät für Informatik nutzt einen solchen Mul-

titouchtisch und hat eine auf Heuristiken basierende Gestenerkennung implementiert. 

Für diese Arbeit wurden der Multitouchtisch und der Quellcode für die Gestenerken-

nung von der Arbeitsgruppe zur Verfügung gestellt. 
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1.1.2 Das Problem 

Wirft man einen Blick auf die heute verbreitete Form der Multitouchsteuerung, kann 

man nur wenige damit verbundene Probleme erkennen. Die verwendeten Gesten werden 

zuverlässig und zeitnah erkannt. Zu einer kleinen Verzögerung kommt es lediglich 

durch den kapazitiven Touchscreen selbst, der Eingaben erst bis zu 100ms später er-

kennt (futurezone, 2012). Dass die Gestenerkennung gut funktioniert, hat in diesem Fall 

mehrere Gründe. Die Geräte beherrschen nur ein begrenztes Alphabet an Gesten, die 

sich sehr klar voneinander unterscheiden und relativ einfach strukturiert sind. Bei-

spielsweise werden fast alle Gesten mit nur einem Finger und lediglich die sogenannte 

Pinch-Geste wird mit zwei Fingern ausgeführt. Diese lässt sich also bereits durch die 

Anzahl der an der Geste beteiligten Finger erkennen. In diesem Fall lässt sich die Ges-

tenerkennung sehr gut mit Heuristiken realisieren. 

Für eine sehr viel flexiblere Gestenerkennung, die kein festes Alphabet von Gesten 

verwendet, sind Heuristiken jedoch ungeeignet. Beispielsweise das Hinzufügen einer 

neuen Geste kann im schlimmsten Fall eine Änderung der Erkennungslogik jeder ein-

zelnen Geste zur Folge haben, weil Effekte der neuen Geste vorher nicht in Betracht 

gezogen worden sind. Des Weiteren müssen Heuristiken manuell angepasst und para-

metriert werden. 

Daher werden in diesen Fällen eher Methoden aus dem Bereich des Machine Learning 

angewandt. Typische Vertreter aus diesem Bereich sind Verfahren wie Künstliche Neu-

ronale Netze, Support Vector Machines, Bayes’sche Netze etc. Zur Gestenerkennung 

werden jedoch häufig Hidden Markovian Models (HMM) verwendet, die einen einfa-

chen Spezialfall der Bayes’schen Netze darstellen (Wood, 2011). Mit ihnen lassen sich 

gute Ergebnisse in der Gestenerkennung erzielen, doch haben HMM eine Schwäche. Sie 

sind nicht zeitbehaftet und daher nicht in der Lage gleichartige Gesten, die mit einer 

unterschiedlichen Geschwindigkeit ausgeführt werden, zuverlässig zu unterscheiden.  

Eine Unterscheidung solcher Gesten kann bei vielen Anwendungen nützlich sein, um 

eine intuitivere Bedienung für den Nutzer zu ermöglichen. Beispielsweise könnte man 

in Spielen Aktionen durch Gesten unterscheiden und die Stärke der Aktion durch die 

Ausführungsgeschwindigkeit. Dies wäre deutlich intuitiver als wenn jede „schwache“ 

und „starke“ Aktionen durch eigene Gesten unterschieden würden, da der Nutzer dop-

pelt so viele Gesten auseinanderhalten müsste. 

Eine mögliche Lösung für dieses Problem sind die Hidden non-Markovian Models 

(HnMM), welche 2006 am Lehrstuhl für Simulation der Otto-von-Guericke-Universität 

Magdeburg entwickelt wurden. HnMM sollten, im Gegensatz zu HMM, dazu in der 

Lage sein, strukturell gleiche Gesten anhand ihrer Ausführungsgeschwindigkeit zu un-

terscheiden. Des Weiteren bieten HnMM erheblich mehr Modellierungsmöglichkeiten 

als HMM und somit auch die Möglichkeit genauere Modelle von Gesten zu erstellen. 
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Dadurch könnten bessere Erkennungsraten erzielt oder gar komplizierte Gesten über-

haupt erst ermöglicht werden.  

Jedoch sind Berechnungen von HnMM in der Regel äußerst aufwändig, weshalb ein 

besonderes Augenmerk auf die Performanz und Echtzeitfähigkeit gelegt werden muss, 

damit die User Experience durch zu lange Verzögerungen nicht beeinträchtigt wird. 

Dass eine Gestenerkennung mit HnMM überhaupt machbar ist, wurde bereits in Expe-

rimenten gezeigt, in denen eine WiiMote zur Ausführung von Gesten verwendet wurde. 

Diese Arbeit wird sich zum Teil an diesen Experimenten orientieren, um eine Gestener-

kennung am Multitouchtisch zu ermöglichen. 

1.2 Ziele 

In diesem Abschnitt werden die Ziele dieser Arbeit genannt und erläutert. Sie dienen 

vor allem dazu der Arbeit einen Rahmen zu geben, sowie als Argumentationsgrundlage 

für zu treffende Entscheidungen. Des Weiteren werden sie herangezogen, um eine Be-

wertung des Ergebnisses der Arbeit zu ermöglichen. 

Der Titel der Arbeit zeigt bereits, dass es um die Nutzung von Hidden non-Markovian 

Models als Mittel zur Gestenerkennung an einem Multitouchtisch geht. Das konkrete 

Hauptziel, welches mit dieser Arbeit verfolgt wird, ist folglich: 

I. Es ist aufzuzeigen, ob Hidden non-Markovian Models generell für die Gestener-

kennung am Multitouchtisch genutzt bzw. angewandt werden können.  

Dabei kann natürlich nicht auf jeden erdenklichen Anwendungsfall eingegangen wer-

den, weshalb auf eher grundlegende Eigenschaften eingegangen wird, um die Anwend-

barkeit zu zeigen. Als Kriterium für das Erreichen des Hauptziels werden daher folgen-

de Teilziele formuliert: 

(1) Die Erkennung der Geste bzw. deren Berechnung darf einen Zeitraum von 

500ms nicht überschreiten. 

(2) Der Anteil richtig erkannter Gesten muss über 75% liegen. 

(3) Der Anteil  falsch erkannter Gesten muss unter 10% liegen. 

(4) Mindestens eine Geste des Gestensatzes muss mit mehr als einem Finger durch-

geführt und erkannt werden. 

Teilziel (1) dient der Sicherstellung der Echtzeitfähigkeit der Gestenerkennung. Diese 

ist sinnvoll oder ganz und gar notwendig, um eine vernünftige User Experience zu ga-

rantieren. Aus diesem Grund dürfen Eingaben nicht stark verzögert wahrgenommen  

werden. Zwar sind 500ms als Verzögerung wahrzunehmen, doch stellt dies eine vertret-

bare oberste Grenze für eine grundlegende Untersuchung der Machbarkeit dar. Die 

Messung der Zeit erfolgt dabei von der Beendigung der Geste bis zur Feststellung des 

Ergebnisses. Absolut grundlegend ist natürlich, dass die Gestenerkennung, die Gesten 
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auch korrekt erkennt. In Teilziel (2) wird daher festgelegt, dass 75% aller durchgeführ-

ten Gesten korrekt vom System erkannt werden müssen. Mit diesem Wert werden ein-

zelne Fehler in kleinen Stichproben toleriert. Falsch erkannte Gesten sollten möglichst 

ganz vermieden werden, weshalb in Teilziel (3) der Anteil mit 10% äußerst gering be-

messen wird. Es ist zu beachten, dass (3) nicht das Komplement zu (2) ist, da neben 

richtig und falsch Erkennung auch noch die Option besteht, dass gar keine Geste ermit-

telt wird. Da im Hauptziel die Anwendbarkeit der HnMM-Gestenerkennung am Mul-

titouchtisch zu zeigen ist, wird mit Teilziel (4) festgelegt, dass mindestens eine Geste 

diese Multitouchfunktion auch nutzt und vom System erkannt wird. 

Mit diesem einen Hauptziel wäre aber nur gezeigt, wozu andere Methoden wie HMM 

bereits in der Lage sind. Folglich bedarf es einem weiteren Ziel, um den Vorteil bzw. 

den Nutzen von HnMM zu demonstrieren: 

II. Es ist zu zeigen, dass die HnMM-Gestenerkennung gleichartige Gesten, die mit 

unterschiedlicher Geschwindigkeit ausgeführt werden, verlässlich unterscheiden 

kann 

Sollten alle Ziele erreicht werden, wäre damit eine erste praktische Anwendung für 

HnMM gefunden, die bisher vor allem wissenschaftlich und theoretisch untersucht wor-

den sind. 

Aufgrund des zeitlichen Rahmens können, wie bereits erwähnt, nicht alle für die An-

wendung interessanten Aspekte betrachtet werden, weshalb beispielsweise nicht der 

Versuch unternommen wird, einen Trainingsalgorithmus zu entwickeln oder zu imple-

mentieren. Zumal für HnMM bisher kein Trainingsverfahren bekannt ist. Auch ein na-

heliegender und ausführlicher Vergleich mit den Heuristiken aus dem Gestenerken-

nungsframework des UISE erübrigt sich dadurch, dass dieses Framework vor allem die 

weit verbreiteten Gesten erkennt, auf die in dieser Arbeit nicht näher eingegangen wird 

(Details siehe Abschnitt 2.1). 

1.3 Aufgaben 

Nach Festlegung der Ziele folgen in diesem Abschnitt die daraus resultierenden Aufga-

ben, um diese Ziele zu erreichen. Zunächst müssen selbstverständlich grundlegende 

Begriffe geklärt und erläutert werden. Dies sind in erster Linie die Begriffe Geste und 

Hidden non-Markovian Model für diese Arbeit. Des Weiteren sollten auch andere be-

kannte Ansätze zur Gestenerkennung für Multitouchsensoren betrachtet werden, um 

diese mit dem neuen Ansatz vergleichen zu können. Außerdem muss die vom UISE zur 

Verfügung gestellte Soft- und Hardware in Augenschein genommen werden, um ein-

schätzen zu können, was für die Arbeit von Bedeutung ist und wie mit diesen Werkzeu-

gen umzugehen ist. Als ein wesentlicher Grundstein der Arbeit ist ein Alphabet von 
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Gesten festzulegen. Dabei ist darauf zu achten, dass die gewählten Gesten dazu geeignet 

sind, die gesetzten Ziele zu erfüllen. Auf diese Aufgaben wird in Kapitel 2 näher einge-

gangen. 

Im nächsten Schritt gilt es, die Modelle für die jeweiligen Gesten zu erstellen. Dafür ist 

es ratsam, einen genaueren Blick auf die Experimente mit HnMM zur WiiMote Gesten-

erkennung zu werfen, um Ideen und Erkenntnisse daraus, auf diese Arbeit anwenden zu 

können. Zusätzlich muss darauf geachtet werden, dass die Modelle eine gewisse Kom-

plexität nicht übersteigen, weshalb zu diesem Problem ebenfalls Ansätze gefunden wer-

den sollten, denn ansonsten wird der Berechnungsaufwand zu groß für eine Echtzeitan-

wendung sein. 

Absolut wesentlich ist die Implementierung der Gestenerkennung und der Modelle, da 

nur mit einem funktionierenden Programm Experimente durchgeführt werden können. 

Zur Implementierung gehören die Erstellung eines Konzepts für den Aufbau des Pro-

gramms, sowie dessen Umsetzung in Quellcode. Außerdem muss durch Methoden, wie 

ausführliche Debug-Sitzungen, Plausibilitätsprüfungen im Code und weitere Methoden 

eine Verifikation des Programmcodes vorgenommen werden. Anschließend sollte ein 

System vorhanden sein, welches mit Experimenten auf seine Leistungsfähigkeit über-

prüft werden kann. Wichtige Parameter die dabei erhoben werden sollten, sind in erster 

Linie die Erkennungsqualität und die Zeit die für die Erkennung benötigt wird. Die Er-

kennungsqualität wird dabei durch die Precision- und Recall-Metrik bewertet, welche in 

Kapitel 4 näher erläutert wird. Für eine bessere Bewertung der erhobenen Leistungsda-

ten sollte ein anderes System zur Gestenerkennung als Vergleich herangezogen werden. 

Dafür ist z.B. das Gestenerkennungsverfahren mithilfe von HMM geeignet, da es in der 

Praxis angewandt wird und auf einem sehr zu den HnMM ähnlichen Konzept basiert.  

Abschließend gilt es die erhaltenen Ergebnisse auszuwerten und die Eignung von 

HnMM zur Gestenerkennung festzustellen. Das bedeutet vor allem zu schauen ob die 

Ziele eingehalten werden konnten und ob besondere Vorteile im entwickelten Verfahren 

ausfindig gemacht werden konnten. Basierend darauf und auf der in Gänze getätigten 

Arbeit kann unter Umständen ein Ausblick auf die weitere Entwicklung eines solchen 

Systems gegeben werden oder aber auch die Erkenntnis erlangt worden sein, dass für 

ein solches Verfahren keine praktische Eignung in der Multitouch-Gestenerkennung 

vorliegt. 
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2 Grundlagen 

In diesem Kapitel wird auf für die Arbeit grundlegende Themen eingegangen, ohne de-

ren Kenntnis dem weiteren Verlauf nur schwer zu folgen wäre. Außerdem werden ande-

re Forschungsarbeiten zum Thema betrachtet, um den aktuellen Stand der Forschung 

aufzuzeigen und um das Thema einzubetten. 

2.1 Gesten 

Eine zentrale Rolle in der Gestenerkennung spielen natürlich die Gesten. Doch was sind 

überhaupt Gesten und wie werden sie in dieser Arbeit betrachtet? Das Oxford Dictiona-

ry definiert das englische Wort für Geste (gesture) wie folgt:  

„a movement that you make with your hands, your head or your 

face to show a particular meaning“ (Eine Bewegung, die man mit 

seinen Händen, seinem Kopf oder seinem Gesicht macht, um eine 

bestimmte Bedeutung zu zeigen) (Hornby, 2000) 

Diese Definition entspricht bereits der Intention der Arbeit insofern, dass unterschiedli-

che Bewegungen erkannt werden sollen, um ihnen eine bestimmte Bedeutung, d.h. eine 

bestimmte Aktion, zuzuordnen. Allerdings können an einem Multitouchtisch keine Be-

wegungen von Händen, Kopf oder Gesicht registriert werden, sondern lediglich Bewe-

gungen der Finger, genauer der Fingerkuppen und das auch nur, wenn diese die Ober-

fläche des Multitouchtisch berühren. Im Rahmen dieser Arbeit sind Gesten demnach 

Bewegungen der Fingerkuppen im zweidimensionalen Raum, die eine bestimmte Be-

deutung aufzeigen. 

Doch auch mit dieser eingeschränkten Definition ist die Vielfalt der möglichen Gesten 

groß. Schließlich hat ein Nutzer in der Regel zehn Fingerkuppen zur Verfügung, um 

bestimmte Bewegungen damit auszuführen, auch wenn diese durch ihre Verbindung zur 

jeweiligen Hand nicht beliebig bewegbar sind. Doch es gibt Kriterien, um gewisse Ar-

ten von Gesten von anderen abzugrenzen. Eines dieser Kriterien ist die Unterscheidung 

von diskreten und kontinuierlichen Gesten. Diskrete Gesten zeichnen sich dadurch aus, 

dass ihre Erkennung erst nach vollständiger Ausführung der Gestenbewegung erfolgen 

kann, wohingegen bei kontinuierlichen Gesten die ständige Erkennung während der 

Ausführung notwendig ist. Durch kontinuierliche Gesten ist es z.B. möglich, die Inhalte 

auf einem Bildschirm nahezu in Echtzeit so zu manipulieren, dass es der Bewegung der 

Finger entspricht, da kontinuierlich Positionsänderungen erfasst werden.  
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Der Gestensatz der sich zum Quasi-Standard entwickelt hat, beinhaltet sowohl diskrete 

als auch kontinuierliche Gesten. Referenzen der verbreitetsten Betriebssysteme für 

Smartphones und Tablets (Android (Google, 2012) und iOS (Apple, 2012)) zeigen auf, 

welche Gesten zu diesem Gestensatz gehören (Bezeichnungen können je nach Quelle 

abweichen): 

 Diskrete Gesten: 

o Tap – kurze Berührung an einer Stelle zum Auswählen eines Objekts 

oder einer Aktion 

o Hold – längere Berührung an einer Stelle zum Öffnen von Menüs oder 

Optionen 

o Swipe – schnelle und kurze Bewegung in eine Richtung zum Durchblät-

tern in Listen oder zum Wechseln der Seite 

 Kontinuierliche Gesten: 

o Pinch – zwei sich aufeinander zu bzw. voneinander weg bewegende 

Finger zum Hinein- und Herauszoomen und auch zum Rotieren von Ob-

jekten 

o Drag/Pan – eine durchgängige nicht näher definierte Berührung und 

Bewegung mit einem Finger zum Bewegen von Objekten bzw. zum Ver-

schieben der Ansicht 

In dieser Arbeit jedoch werden diese im Alltag bereits zuverlässig erkannten Gesten 

nicht näher betrachtet. Stattdessen wird der Fokus auf die Erkennung diskreter Gesten 

gelegt, da sie ein konkretes Ende haben und in der Praxis nicht lange ausgeführt werden, 

im Gegensatz zu den kontinuierlichen. Durch diese Einschränkung kann das Problem zu 

kleiner Wahrscheinlichkeiten bei HnMM-Berechnungen eventuell vermieden werden. 

Des Weiteren wird festgelegt, dass eine Geste mit der ersten registrierten Berührung 

beginnt und endet sobald keine Berührung mehr registriert wird. Diese Definition 

schließt z.B. die Double-Tap Geste aus, da während der Geste kurzzeitig keine Berüh-

rungen registriert werden. Ein Double-Tap während ein weiterer Finger gedrückt bleibt, 

wäre jedoch möglich. 

Mithilfe der in diesem Abschnitt erarbeiteten Definition von Geste ist nun klargestellt, 

auf welche Formen von Gesten für diese Arbeit zurückgegriffen werden kann und mit 

welcher Form von Eingaben zu rechnen ist. Dieses Wissen sollte sowohl bei der Erstel-

lung von Modellen als auch bei der Implementierung des Systems von Nutzen sein. 

2.2 Gestenerkennung 

In diesem Abschnitt wird ein kurzer Überblick über bekannte Methoden gegeben, die 

für die Erkennung von Gesten verwendet werden können. Allerdings liegt der Fokus 
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hierbei auf für die Arbeit relevante Fakten, da die Gestenerkennung durch sehr viele 

Verfahren, die das Feld des Machine Learning bietet, realisierbar ist. 

Eine kleine Übersicht solcher Verfahren, die speziell für die Multitouch-

Gestenerkennung verwendet werden können, wird in (Wood, 2011) gegeben. Beispiel-

weise können Bayes’sche Netze genutzt werden, die allerdings nicht für große Imple-

mentationen mit vielen Gesten geeignet sind. Auch mithilfe von Fuzzy Logik wurden 

bereits Gestenerkennungssysteme implementiert, die zwar schnell und mit wenigen In-

formationen arbeiten, aber auch weniger genau, da Fuzzy-Systeme aufgrund ihrer viel-

fältigen freiwählbaren Verfahrensweisen schwer zu justieren sind. Ein recht bekanntes 

Verfahren sind die Künstlichen Neuronalen Netze, deren Nutzung jedoch ein gutes Ver-

ständnis der theoretischen Grundlagen voraussetzt. Gut trainierte Künstliche Neuronale 

Netze bieten dann aber auch eine schnelle und robuste Erkennung von Gesten. Die letz-

ten beiden genannten Verfahren sind die Support Vector Machines und Dynamic Time 

Warping, welche beide jedoch speziell für große Gestenmengen aufgrund des Rechen-

aufwands ungeeignet sind. 

Ebenfalls werden im vorherigen Paper die Hidden Markov Models erwähnt, auf die 

jedoch nun ein genauerer Blick geworfen wird. Aufgrund ihrer Ähnlichkeit, ja gar Ver-

wandtschaft zu HnMM bietet sich ein Vergleich beider Verfahren innerhalb dieser Ar-

beit an, ohne dass ein größeres thematisches Abdriften notwendig ist. Des Weiteren 

existieren bereits praktisch nutzbare Systeme zur Gestenerkennung auf Basis von 

HMM. Vorgestellt wird ein solches System in (Damaraju & Kerne, 2008), welches in 

der Lage ist viele verschiedene Multitouch-Gesten mit Erkennungsraten von über 90% 

zu klassifizieren. Dabei werden die Modelle für die einzelnen Gesten in einer Lernphase 

völlig automatisch durch Beispieleingaben trainiert. Mithilfe dieser Modelle kann nun 

für eine gegebene Gesteneingabe ermittelt werden, mit welcher Wahrscheinlichkeit je-

des Modell für diese Eingabe verantwortlich ist. Die Eingabe wird als diejenige Geste 

klassifiziert, deren Modell die höchste Wahrscheinlichkeit hat. Auf die Funktionsweise 

von HMM wird in Abschnitt 2.3 zum Teil bei der Beschreibung von HnMM eingegan-

gen. 

Während für die Gestenerkennung mit HMM bereits praktikable Lösungen existieren, 

ist die Idee diese mit HnMM zu realisieren noch relativ neu. Ein erstes Experiment in 

diesem Bereich wird in (Sascha Bosse, 2011) beschrieben. Dort wurde versucht Gesten, 

die mit einer WiiMote ausgeführt werden, mithilfe von HnMM zu erkennen. Das Ziel 

war zu zeigen, dass HnMM im Bereich der Gestenerkennung angewendet werden kön-

nen und dass sie dazu in der Lage sind, gleichartige aber mit unterschiedlicher Ge-

schwindigkeit ausgeführte Gesten zu unterscheiden. Entsprechend wurden Modelle für 

die Gesten Up und LeftRightUp jeweils in einer langsamen und schnellen Version er-

stellt, zum einen als HMM und zum anderen als HnMM. Die Modelle wurden dann mit 

Trainingsdaten trainiert, die HMM automatisch mithilfe des Baum-Welch-Algorithmus 
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(siehe Abschnitt 2.3.3) und die HnMM manuell. Im Ergebnis konnte die Gestenerken-

nung mit HnMM leicht bessere Erkennungsraten erzielen als das HMM-Pendant. Aller-

dings wurde auch gezeigt, dass auch HMM durchaus in der Lage sind unterschiedliche 

Geschwindigkeiten in der Ausführung einer Geste zu erkennen, vor allem wenn die 

Symbole Informationen diesbezüglich in sich tragen.  

Dieser Versuch dient als wichtiger Bezugspunkt für diese Arbeit, denn er zeigt auf, wie 

ein funktionierendes HnMM-Gestenerkennungssystem aussehen und funktionieren kann 

und stellt somit eine gute Orientierungsmöglichkeit dar. 

2.3 Hidden Non-Markovian Models 

Hidden non-Markovian Models wurden 2006 am Lehrstuhl für Simulation der Otto-

von-Guericke-Universität entwickelt und dienen der Simulation partiell beobachtbarer 

Systeme. Dies sind Systeme, die nur über ihre als Signale interpretierbaren Wechsel-

wirkungen zu beobachten sind. Der tatsächliche Zustand des Systems bleibt jedoch ver-

borgen. Im Gegensatz zu HMM ist es mit HnMM jedoch möglich, nahezu jedes diskrete 

stochastische Model (DSM) als verborgenes Model zu verwenden, anstatt nur einer dis-

kreten Markovkette. Da HnMM einen Kernpunkt der Arbeit darstellen, werden in die-

sem Abschnitt wichtige Informationen zum Verständnis dieser Modellklasse zusam-

mengetragen. 

2.3.1 Elemente, Funktionsweise und Notation 

Im Folgenden werden Elemente, die Funktionsweise von HnMM und die verwendete 

Notation näher erläutert. Als Grundlage dafür werden die Publikationen (Krull & 

Horton, 2009) und (Buchholz, 2012) verwendet, deren Notationen sich an denen von 

HMM orientieren. Jedoch wurden einige kleinere Anpassungen für diese Arbeit vorge-

nommen. 

Jedes HnMM kann durch ein Tupel aus sechs Elementen beschrieben werden: (S, TR, 

V, A, B, π). Bis auf das Element TR entspricht dies im Wesentlichen der Definition von 

HMM. Im Folgenden werden diese Elemente näher erläutert: 

 HnMM und HMM enthalten eine Menge S diskreter Zustände s1 bis sN. 

 Nur für HnMM wird eine Menge von Transitionen TR definiert. Jede Transition 

TRi enthält die Informationen, die für die Beschreibung einer Zustandsänderun-

gen notwendig sind: 

o Eine Wahrscheinlichkeitsverteilungsfunktion dist, die angibt wie die Ak-

tivierungszeiten der Transition verteilt sind. Aus dieser Angabe lassen 

sich die Wahrscheinlichkeitsdichte pdf, die Wahrscheinlichkeitsvertei-

lung cdf und die sogenannte instantaneous rate function irf ableiten. 
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o Die aging-Eigenschaft gibt an, ob die Alterung der Transition durch die 

Aktivierung anderer Transition nur unterbrochen wird (= true) oder ob 

dies zum Zurücksetzen des Alters führt (= false). 

o Die Funktion b(v) gibt für jedes Symbol v aus V an, mit welcher Wahr-

scheinlichkeit es bei Aktivierung der Transition ausgegeben wird. Gibt 

eine Transition keine Symbol bei Aktivierung aus ist b(v) = 0 für alle v 

aus V. 

 HnMM und HMM erzeugen von außen beobachtbare Symbole, die durch die 

Menge V definiert werden. 

 Die sogenannte Transitionsmatrix A gibt für HMM an, mit welcher Wahrschein-

lichkeit aij der Zustandsübergang von Zustand i zu Zustand j erfolgt. Für HnMM 

sind die Matrix Einträge aij Mengen, die alle Transitionen aus TR enthalten, die 

den Zustandswechsel von Zustand i zu Zustand j beschreiben. Für nicht existie-

rende Zustandsübergänge wird das Symbol Ø verwendet. 

 B beschreibt für HMM und HnMM mit welcher Wahrscheinlichkeit die Symbo-

le erzeugt werden. Für HMM ist B eine zweidimensionale Matrix, die für jeden 

Zustand i und jedes Symbol v die entsprechende Wahrscheinlichkeit bi(v) ent-

hält. Für HnMM ist B die Menge aller Funktionen b(v), die in den Transitionen 

enthalten sind. 

 π ist der initial probability vector oder auch Startvektor, der für HMM und 

HnMM angibt, mit welcher Wahrscheinlichkeit πi sich das System in Zustand i 

zum Zeitpunkt t=0 befindet. Die Summe aller Wahrscheinlichkeiten muss dem 

Wert Eins entsprechen. 

Die Funktionsweise von HMM und HnMM ist sehr ähnlich. Beide basieren auf dem 

Prinzip den gesamten Zustandsraum abzubilden und den möglichen Zuständen eine 

Wahrscheinlichkeit zuzuweisen. Die Struktur des Modells schreibt vor, wie die Wahr-

scheinlichkeiten mit der Zeit von und zu den einzelnen diskreten Zuständen „fließt“. 

Dieser Fluss wird bei HnMM durch die Transitionen gesteuert. Diese bilden dabei das 

reale System nach folgendem Prinzip ab. Befindet sich das reale System in einem be-

stimmten Zustand, werden alle ausgehenden Transitionen dieses Zustands aktiv und 

fangen an zu altern. Die Verteilung dist einer jeden Transition gibt stochastisch an, 

wann die Transition gefeuert wird, d.h. wann das System zu dem der Transition folgen-

den Zustand wechselt. Bei diesem Zustandswechsel kann das reale System ein bestimm-

tes Symbol ausgeben und das HnMM gibt durch die Funktion b(v) der Transition an, 

mit welcher Wahrscheinlichkeit dies für jedes Symbol geschieht. Wenn in der Arbeit 

davon gesprochen wird, dass die Transition eines HnMM ein Symbol ausgibt, ist damit 

eigentlich das reale System gemeint, da das HnMM nur beschreibt, wie sich das reale 

System verhält. Diese Symbolausgaben des Systems werden als Beobachtungen o = 
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(v,e) gespeichert, wobei e den Zeitpunkt der Ausgabe des Symbols v darstellt. Eine Se-

quenz von Beobachtungen O wird Beobachtungssequenz oder auch Trace genannt. 

Anhand von einigen Attributen lassen sich bestimmte Klassen von HnMM beschreiben, 

die Einfluss auf die Komplexität der Modelle haben können. Ein Merkmal ist die An-

zahl der erlaubten Transitionen je Zustandsübergang. SCnT erlaubt hierbei beliebig viele 

Transitionen für einen konkreten Zustandsübergang, während SCone nur eine zulässt. Es 

reicht aber im Allgemeinen nur HnMM mit SCone zu betrachten, da sich SCnT Modelle 

ohne Funktionalitätsverlust konvertieren lassen (Buchholz, 2012, S. 27). Eine weitere 

Einteilung kann in Eall und Esome erfolgen, womit angegeben wird, ob ein HnMM bei 

jeder Zustandsänderung ein Symbol ausgibt (Eall) oder ob auch Transitionen erlaubt 

werden, die kein Symbol ausgeben (Esome). Systemverhalten von Esome Modellen zu re-

konstruieren, ist aufgrund von vielen möglichen unbeobachteten Zustandsänderungen 

deutlich schwieriger. Ein letztes Merkmal beschreibt das Verhalten des Systems bei 

Zustandsänderungen. Werden bei einer Zustandsänderung, d.h. beim Feuern einer Tran-

sition, die Alter aller Transitionen zurückgesetzt (TReset) oder werden die Alter aller 

Transitionen mit aging-Eigenschaft beibehalten (Tkeep). Letzteres ermöglicht die Model-

lierung von Nebenläufigkeiten, führt aber zu einem höheren Berechnungsaufwand. 

Die erfolgten Definitionen und Beschreibungen in diesem Abschnitt stellen das Hand-

werkszeug zur Verfügung, das zum Verständnis vieler folgender Ausführungen dieser 

Arbeit notwendig ist.  

2.3.2 Proxelmethode 

Die Proxelmethode wurde erstmals 2002 von Prof. Graham Horton veröffentlicht 

(Horton, 2002) und dient der numerischen Simulation von diskreten stochastischen Sys-

temen bzw. Modellen (DSM). Die folgenden Ausführungen basieren vor allem auf der 

Dissertation (Lazarova-Molnar, 2005), die sich ausführlich mit der Proxelmethode aus-

einandersetzt. Im Gegensatz zu anderen Ansätzen die über Zufallszahlen und mehreren 

Durchläufen Aussagen über das System treffen, arbeitet die Proxelmethode auf dem 

Zustandsraum. Da HnMM DSM als verborgene Modelle nutzen, lässt sich die Proxel-

methode auf HnMM anwenden. Die Funktionsweise wird im Folgenden beschrieben. 

Grundlegendes Element und daher auch namensgebend sind die Proxel (= Probability 

Element). Sie repräsentieren einen bestimmten Zustand des Systems und enthalten die 

Wahrscheinlichkeit dieses Zustands. Die Repräsentation des Zustands ist abhängig vom 

DSM und bei stochastischen Petrinetzen (SPN) z.B. durch Markierung, Zeitpunkt und 

Alter aller aktiven Transitionen gegeben. Durch diese Struktur kann man nun für jeden 

Proxel eines Zeitpunkts, d.h. für alle möglichen Zustände, die entsprechenden Nachfol-

geproxel bestimmen. In der Regel wird dafür ein festgelegter diskreter Zeitschritt ver-

wendet. Die Nachfolgeproxel eines Proxel werden z.B. bei einem SPN durch alle im 
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Zustand des Proxels aktiven Transitionen bestimmt, denn sie enthalten welcher neue 

Zustand erreicht werden kann und durch ihre Verteilung und den gegebenen Zeitschritt 

auch die Wahrscheinlichkeit mit der dies geschieht. Dafür notwendig sind die sogenann-

te instantaneous rate function (IRF) auch hazard rate function (HRF) und das Alter der 

aktiven Transition. Die IRF stellt die kontinuierliche Rate für den Fluss der Wahr-

scheinlichkeit einer Zufallsvariable von einem Proxel zum nächsten dar. Sie ist wie 

folgt definiert: 

 ( )  
 ( )

   ( )
 

Dabei ist f(x) die Wahrscheinlichkeitsdichtefunktion und F(x) die kumulative Vertei-

lungsfunktion der Zufallsvariable.  

Das offensichtliche Problem mit diesem Verfahren ist die sogenannte Zustandsraumex-

plosion, denn mit jedem Zeitschritt erhöht sich die Anzahl der Proxel im Allgemeinen 

exponentiell. Je kleiner der Zeitschritt umso höher ist also die Anzahl der entstehenden 

Proxel, was einen starken Einfluss auf die Berechnungsgeschwindigkeit hat. Allerdings 

werden die Ergebnisse dadurch natürlich genauer. Durch das sogenannte Proxelmerging 

kann der Effekt der Zustandsexplosion in vielen Fällen abgeschwächt werden, indem 

Proxel, die den gleichen Zustand repräsentieren zu einem Proxel zusammengefasst wer-

den, wobei die Einzelwahrscheinlichkeiten lediglich summiert werden müssen. Dem 

Verfahren liegt die Annahme zugrunde, dass während eines Zeitschritts nur eine Zu-

standsänderung erfolgt 

Zwar hat dieser Abschnitt nur ansatzweise die Funktionsweise und den Zweck von Pro-

xeln erklären können, doch sollte nun eine grobe Vorstellung des Begriffs vorhanden 

sein, die zum Verständnis in späteren Abschnitten notwendig ist. 

2.3.3 Evaluation, Decoding und Training 

In diesem Abschnitt werden Verfahren vorgestellt, die für partiell beobachtbare Syste-

me von Bedeutung sind, sowie bekannte Algorithmen, Anwendungsmöglichkeiten und 

dafür notwendige Termini. 

Evaluation 

Evaluation bezeichnet die Ermittlung der Wahrscheinlichkeit, dass eine gegebene Be-

obachtungssequenz O von einem gegebenen Modell λ verursacht wurde. Formal be-

schrieben ist es die Bestimmung von: 

 ( | ) 

Dieser Wert wird in der Regel angewandt, um aus einer Menge verschiedener Modelle 

         , dasjenige zu ermitteln, welches am wahrscheinlichsten für die Erzeu-

gung einer gegebenen Beobachtungssequenz O verantwortlich ist. Eine Gestenerken-
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nung ließe sich demnach so implementieren, indem eine Menge von Modellen, die die 

Gesten darstellen, mit einer beobachteten Sequenz der Gestenbewegungen evaluiert 

wird. Das Modell, d.h. die Geste, mit der höchsten Wahrscheinlichkeit wird dann als 

erkannte Geste ausgegeben. 

Der Algorithmus der für die Evaluation von HMM verwendet wird, ist der sogenannte 

Forward-Algorithmus. Er verwendet sogenannte Forward-Variablen, die für jeden Zu-

stand und jeden Zeitpunkt angeben, wie wahrscheinlich die bisherigen Beobachtungen 

waren und dabei in dem jeweiligen Zustand gelandet zu sein. Formell definiert ist die 

Forward-Variable wie folgt: 

  ( )   (          | ) 

Der Zustand der nach der Ausgabe des t-ten Symbols im Modell aktiv ist, wird mit qt 

bezeichnet. Der Forward-Algorithmus existiert in angepasster Form auch für HnMM 

unter Verwendung der Proxelmethode. 

Decoding 

Das Decoding bezeichnet die Ermittlung des Pfades Q eines Modells, der am wahr-

scheinlichsten die gegebene Beobachtungssequenz O verursacht hat. Formal bedeutet 

dies, folgendes zu bestimmen: 

      
 

 ( | ) 

Mit Pfad bezeichnet man dabei eine konkrete Sequenz von Zuständen, die das System in 

der Reihenfolge der Sequenz durchlaufen kann. Das Verfahren findet immer dann An-

wendung, wenn anhand der Beobachtungssequenz Rückschlüsse auf das Systemverhal-

ten gezogen werden sollen.  

Zur Lösung dieses Verfahrens wird bei HMM der Viterbi-Algorithmus angewandt. Für 

HnMM kann dieser adaptiert werden, jedoch nur für jene mit der Eigenschaft Eall (Krull 

& Horton, 2009). Für Esome steht zurzeit demnach kein Algorithmus zur Lösung des 

Decoding-Problems zur Verfügung. 

Training 

Beim Training wird versucht ein gegebenes Modell λ auf eine gegebene Beobachtungs-

sequenz O zu spezialisieren, d.h. ein Modell    zu finden, so dass gilt: 

 ( |  )   ( | ) 

Mithilfe des Trainings lassen sich Modelle deshalb sehr genau den eigenen Wünschen 

nach parametrisieren. Manuell wäre dies gerade bei komplizierten Modellen sehr auf-

wändig und sehr wahrscheinlich auch ungenauer als mit dem Trainingsverfahren. 

Das für HMM gängige Verfahren zur Lösung des Trainingsproblems ist der Baum-

Welch-Algorithmus. Er wird iterativ angewendet und verbessert bei jeder Iteration das 
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Modell, durch Anpassung der Wahrscheinlichkeiten im Startvektor π, in der Transiti-

onsmatrix A und bei der Funktion b(v) jedes Zustands. Nach einer gewissen Anzahl 

Iterationen wird ein lokales Optimum erreicht. Folglich wird nicht immer das global 

beste Model gefunden und der Algorithmus ist stark vom anfangs eingegebenen Modell 

abhängig.  

2.4 Verwendete Ressourcen 

In diesem Abschnitt werden Informationen zu den verwendeten Ressourcen zusammen-

gefasst, die für diese Arbeit zur Verfügung stehen und bzw. ausgewählt wurden. Dazu 

zählen sowohl Hardwarekomponenten wie der Multitouchtisch als auch Software wie 

das Framework des UISE. Viele der in diesem Abschnitt zusammengetragenen Informa-

tionen sind der Projektdokumentation des UISE entnommen (Karnick & Kleinau). 

2.4.1 Der Multitouchtisch 

Der vom UISE zur Verfügung gestellte Multitouchtisch verwendet für die Berührungs-

erkennung, im Gegensatz zu Smartphones und Tablets, keinen kapazitiven Touchscreen. 

Stattdessen wird auf ein kamerabasiertes System gesetzt, welches die Berührungen er-

kennt. Dazu ist eine Acrylplatte (108x71cm) in einen auf Beinen gesetzten Holzrahmen 

gelegt und an den Seiten der Platte werden Infrarot-LED angebracht. Eine Firefly Ka-

mera von Point Grey Research wird mit einer Auflösung von 640x480 unter der Tisch-

konstruktion positioniert und auf die Acrylplatte gerichtet. Diese kann die Infrarotstrah-

lung der LED wahrnehmen, wenn die Strahlen durch Berührung der Glasplatte abge-

lenkt werden. Man spricht vom sogenannten FTIR-Prinzip (frustrated total internal re-

flection). Die Fingerberührungen sind so im Kamerabild als weiße Punkte zu verneh-

men. Die Anwendung Community Core Vision (CCV) (Version 1.5) filtert das Kame-

rabild, um diese weißen Punkte zu ermitteln und stellt sie dann über das TUIO-Protokoll 

(für nähere Informationen siehe (Kaltenbrunner)) für Anwendungen zur Verfügung. 

Dabei wird jeder Berührung, solange sie aktiv ist, eine ID zugeordnet, so dass mehrere 

Berührungen unterschieden werden können. Die Konstruktion erlaubt, durch einen unter 

dem Tisch positionierten Beamer, auch die Projektion eines Bildschirms auf die Acryl-

platte. Diese Möglichkeit und die Funktion einen Anoto-Stift als weiteres Eingabegerät 

zu verwenden, werden für diese Arbeit jedoch nicht benötigt. In Abbildung 1 sieht man 

einen Ausschnitt aus der verwendeten Community Core Vision Software, die verdeut-

licht, wie aus dem Kamerabild (oben links) die Berührungen (drei Punkte oben rechts) 

ermittelt werden und welche vielfältigen Filtereinstellungen möglich sind. 
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Abbildung 1: Ausschnitt aus „Community Core Vision“ mit drei Berührungspunkten 

Bei der Verwendung dieses Multitouchtisches gibt es einige kleinere Hürden. Zunächst 

müssen sowohl die Kameraeinstellungen als auch die Filtereinstellungen der Erken-

nungssoftware den Raumverhältnissen angepasst werden. Ansonsten kann es zur Erken-

nung anderer Infrarotquellen als Berührung kommen oder aber Berührungen werden gar 

nicht bzw. unzuverlässig erkannt. Außerdem kann es passieren, dass eine Bewegung mit 

einem Finger durch Erkennungsfehler unterbrochen wird. Dies geschieht vor allem bei 

schnellen und starken Richtungswechseln und solch eine Unterbrechung wird laut der 

Gestendefinition dieser Arbeit als Beendigung der Geste interpretiert. 

2.4.2 Das Gestenerkennungs-Framework des UISE 

Ebenfalls vom UISE zur Verfügung gestellt, wurde der Quellcode für die Gestenerken-

nung mithilfe von Heuristiken. Dieser besteht neben Test- und Debugprogrammen aus 

zwei Hauptkomponenten: InputMerger und GestureRecognizer. 

Der InputMerger dient der Vereinheitlichung aller Eingaben, sowohl der Fingerberüh-

rungen als auch der Anoto-Stift-Eingaben. Fingereingaben werden von CCV über das 

TUIO-Protokoll übertragen. Der InputMerger empfängt die Nachrichten des Protokolls 

am entsprechenden Port und wandelt diese in Objekte der Klasse „Stroke“ um, welche 

einen Strichzug darstellt. Ein Stroke enthält dabei immer eine ID und alle Punkte des 

Strichzugs, sowie weitere daraus berechnete Werte wie Beschleunigung, Geschwindig-

keit, Schwerpunkt usw. Diese Stroke-Objekte werden über drei sich selbsterklärende 

Events an angemeldete Anwendungen übergeben: strokeStarted, strokeUpdated, stroke-

Finished. Die Koordinaten der einzelnen Punkte werden in Prozent des Kamerabildes 
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angegeben. Absolute Längenwerte müssen also manuell errechnet werden und sind ab-

hängig vom Abstand der Kamera zur Acrylplatte. Das Event strokeUpdate wird jedoch 

nicht bei Berührungen ausgelöst, die keine Bewegung darstellen.  

Im GestureRecognizer ist die heuristische Gestenerkennung implementiert, die bei je-

dem Event des InputMerger ein entsprechendes Objekt der Klasse Gesture ausgibt, auch 

wenn es sich nur um eine noch unbekannte Geste handelt. Mit diesem Prinzip sind 

demnach auch kontinuierliche Gesten erkennbar, die entsprechend auch bei jedem Up-

date ausgegeben werden. Folgende Gesten wurden bisher vom UISE implementiert: 

 (Double-)Tap 

 Hold 

 Drag 

 Flick – entspricht Swipe 

 (Asymmetric-)Pinch – asymmetric bedeutet, dass einer der zwei Finger an einer 

Position gehalten wird 

 Rake – Bewegung mit fünf Fingern parallel in eine Richtung  

Es handelt sich also vor allem um die weit verbreiteten Gesten, die in dieser Arbeit nicht 

näher betrachtet werden, weshalb ein Vergleich des HnMM-Verfahrens mit den Heuris-

tiken unangebracht erscheint. 

2.4.3 Sonstige Software 

Für die Entwicklung des Java-Quellcodes wird die Eclipse IDE verwendet, da der zur 

Verfügung gestellte Quellcode ebenfalls in Eclipse erstellt wurde. Während der Ent-

wicklung wurde zum Testen der Gesten nicht immer der Multitouchtisch verwendet, 

sondern stattdessen TUIO-Simulatoren. Diese ermöglichen es die Fingereingaben mit-

hilfe der Maus zu simulieren, sodass auf den Multitouchtisch und die notwendige CCV-

Software in vielen Testfällen verzichtet werden kann und so die Entwicklung schneller 

von statten geht. Genutzt wurden die zwei Simulatoren Multipoint TUIO (Higham, 

2011) und der TUIO multiSimulator von Sebastian Kleinau (Kleinau, 2011), die beide 

dazu in der Lage sind auch mehrere Finger zu simulieren. Beim Multipoint TUIO Simu-

lator ist es jedoch möglich, mehrere Mäuse (oder auch Touchpads) zu benutzen, um 

einzelne Finger zu simulieren, während der TUIO multiSimulator mit nur einer Maus 

gesteuert wird. Hier werden mehrere Finger stattdessen gleichzeitig bewegt oder in be-

stimmten Modi, wie z.B. den Pinch-Mode, mit dem eine Pinch Geste simuliert werden 

kann. Allerdings stellen beide natürlich keinen vollständigen Ersatz für die Eingaben am 

Tisch dar, da bereits das Ausführen einer Geste, einmal mit der Maus und einmal mit 

dem Touchpad, zu teils starken Unterschieden führt. So sind auch Gesten mit der Maus 

nicht mit denen am Tisch ausgeführten zu vergleichen. 
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Ein weiteres verwendetes Framework in dieser Arbeit ist das jahmm Framework 

(François, 2009), welches unter anderen Funktionen zum Erstellen, Trainieren und 

Auswerten von HMM zur Verfügung stellt. Im speziellen sind das die bereits in Ab-

schnitt 2.3.3 erläuterten Methoden. Daher stellt das Framework alle Funktionen zur Ver-

fügung, um relativ schnell eine HMM-Gestenerkennung zu realisieren, die mit dem zu 

entwickelnden HnMM Ansatz verglichen werden kann. Anzumerken ist jedoch, dass 

das Ausgangsmodel beim Trainieren mit dem Baum-Welch-Algorithmus zu Singularitä-

ten führen kann, die vom Framework nicht behandelt werden, so dass ein nicht funktio-

nierendes trainiertes Modell erzeugt wird (z.T. mit NaN Werten). Dieser Fall tritt z.B. 

auf, wenn einem selten auftretenden Symbol in einem Zustand im Ausgangsmodell die 

Ausgabewahrscheinlichkeit Null zugeordnet wird, statt eines sehr kleinen Wertes. 
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3 Modell- und Systementwicklung 

In diesem Kapitel soll es nach der Betrachtung der erforderlichen Grundlagen, nun um 

das Wesentliche gehen: die Entwicklung eines auf HnMM basierenden Systems zur 

Erkennung von Multitouch-Gesten und der dafür notwendigen Modelle. Dazu werden 

zunächst Überlegungen angestellt, wie einzelne Teile des Systems gestaltet werden 

können und nach Abwägung der Vor- und Nachteile entsprechend festgelegt, wie sie 

umgesetzt werden. Ebenfalls beschrieben werden die Erstellung der Modelle, sowie die 

Umsetzung des entwickelten Systems in Java. Am Ende des Kapitels wird dementspre-

chend ein fertiges System vorliegen. 

3.1 Vorüberlegungen 

Dieser Abschnitt dient dazu, die Möglichkeiten zu diskutieren, wie das System gestaltet 

werden kann und welche Auswirkungen einzelne Entscheidungen auf die Berechnungs- 

und Implementierungskomplexität haben können. Auf diese Weise werden sukzessive 

Entscheidungen zur Funktionsweise des Systems bestimmt. 

3.1.1 Ausgabesymbole 

Die Ausgabesymbole der HnMM spielen eine zentrale Rolle, da sie die einzigen Infor-

mationen sind, die das verborgene System offenbart. Jedoch ist es nicht immer möglich 

bzw. sinnvoll die „rohen“ Ausgaben eines Systems als Symbol zu verwenden, weshalb 

sie in diesen Fällen in geeignetere Symbole umgewandelt werden müssen. In dieser 

Arbeit stellen die Stroke-Objekte des InputMerger (siehe Abschnitt 2.4.2) die „rohen“ 

Ausgaben dar, die viel zu komplex sind und unnötige Informationen enthalten, um sie 

direkt als Symbol verwenden zu können und daher in einfachere aber informative Sym-

bole umgewandelt werden müssen. 

Der Informationsgehalt der Symbole bestimmt bereits, welche Rückschlüsse aus einer 

Folge von Symbolen gezogen werden können, d.h. konkret für diese Arbeit, ob eine 

Geste überhaupt erkannt werden kann. Als Ausgabe z.B. die Anzahl der Finger, die auf 

der Berührungsfläche sind, zu verwenden, macht für dieses Szenario keinen Sinn, da es 

keine Informationen über die Bewegung der Geste gibt. Der andere Extremfall wären 

Symbole, die bereits die entsprechende Geste benennen. In diesem Fall wäre die ganze 

Gestenerkennungslogik in der Symbolerstellung implementiert, was nicht nur die 

HnMM obsolet macht, sondern auch einen erheblichen Berechnungsaufwand allein für 

die Erstellung der Symbole bedeutet. Aus diesem Grund muss bei der Wahl der Symbo-
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le auf eine gewisse Balance zwischen Aufwand der Symbolerstellung und Informati-

onsgehalt der Symbole geachtet werden.  

Systeme, die durch HMM dargestellt werden können, geben Symbole meistens in re-

gelmäßigen Abständen aus, die dem momentanen Zustand des Systems entsprechen. Da 

HMM nicht zeitbehaftet sind, spielt der Ausgabezeitpunkt eines Symbols demnach auch 

keine Rolle, sondern nur die Reihenfolge und Anzahl der erstellten Symbole. Bei Sys-

temen die von HnMM dargestellt werden, erfolgt die Ausgabe eines Symbols immer 

beim Feuern einer Transition, d.h. bei der Änderung des Systemzustands. Es ist für 

HnMM folglich nicht notwendig, dass die Symbolerstellung regelmäßig erfolgt, aber für 

jede Symbolausgabe muss der Ausgabezeitpunkt bekannt sein. Formal korrekt gibt ein 

HnMM demzufolge eine Beobachtung o bei jeder Zustandsänderung aus und ein HMM 

ein Symbol v in regelmäßigen Abständen. 

3.1.2 Modelleigenschaften 

Wie in Abschnitt 2.3 bereits erwähnt, bieten HnMM zwar vielfältige Modellierungs-

möglichkeiten, jedoch zu dem Preis einer hohen Berechnungskomplexität. Da eine echt-

zeitfähige Gestenerkennung Ziel dieser Arbeit ist, muss ein möglichst effizienter Weg 

zur Berechnung gefunden werden. Somit ist es notwendig, darauf zu achten möglichst 

gut berechenbare Modelle zu erstellen, weshalb im Folgenden Faktoren, die Einfluss auf 

den Berechnungsaufwand haben, näher betrachtet werden. 

Für die Berechnung wird für nahezu jedes Problem im Zusammenhang mit HnMM die 

Proxelmethode verwendet, wenn auch in einer für den jeweiligen Fall adaptierten Form. 

Dennoch gilt immer: Je mehr Proxel, desto aufwändiger die Berechnung. Viele Proxel 

entstehen unter anderen dann, wenn das Modell viele Zustände besitzt oder wenn je-

weils viele Transitionen von einem Zustand ausgehen. Denn dadurch hat ein Proxel 

dieses Zustands auch dementsprechend viele Nachfolgeproxel. Auch mit längeren Be-

obachtungssequenzen steigt die Anzahl der Proxel, was bei den kurzen und finiten Ges-

ten, die in dieser Arbeit betrachtet werden, jedoch kein größeres Problem darstellt. 

Auch die in Abschnitt 2.3.1 beschriebenen Modelleigenschaften haben einen Einfluss 

auf den Berechnungsaufwand und die Implementierungskomplexität. Ein erheblicher 

Unterschied liegt beispielsweise zwischen Esome und Eall Modellen. Während bei Eall 

wirklich jede feuernde Transition, d.h. jede Zustandsänderung für eine Symbolausgabe 

verantwortlich ist, können bei Esome Modellen Zustandsänderung unbemerkt, d.h. ohne 

Ausgabe eines Symbols, erfolgen. Entsprechend müssen bei der Berechnung von Esome 

Modellen mehr Pfade betrachtet werden, die zwischen zwei Symbolausgaben vom Sys-

tem gegangen werden können. Das bedeutet es gibt mehr mögliche Zustände, das be-

deutet wiederrum mehr Proxel und das steht für einen hohen Berechnungsaufwand. Da 

im Rahmen dieser Arbeit die Symbol- und Modellerstellung in eigener Hand liegen, ist 
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es möglich darauf zu achten, nur Eall Modelle zu erstellen und so die Implementierung 

zu vereinfachen, sowie den Berechnungsaufwand zu senken. 

Bei der Wahl zwischen SCnT und SCone, also die Frage ob zwischen zwei konkreten Zu-

ständen mehrere Transitionen erlaubt sind oder nicht, spricht vor allem die einfachere 

Implementierbarkeit für SCone, da so für jeden konkreten Zustandsübergang nur eine 

Transition in Frage kommt. Hinzu kommt die bereits in Abschnitt 2.3.1 beschriebene 

Tatsache, dass durch die Einschränkung der Modelle auf eine Transition für einen be-

stimmten Zustandsübergang, keine Einschränkung in der Modellierbarkeit bestimmter 

Probleme gegeben ist. Denn alle SCnT Modelle lassen sich in adäquate SCone Modelle 

konvertieren. 

Anders verhält es sich mit TReset und Tkeep, bei denen TReset Modelle in ihrer Modellie-

rungsfähigkeit stark eingeschränkt werden, da keine Nebenläufigkeiten mehr abgebildet 

werden können. Denn bei TReset können alle aktiven Transitionen zwar altern, doch wer-

den beim Feuern einer Transition die Alter aller Transitionen zurückgesetzt, während 

bei Tkeep die Alter aller Transitionen mit aging-Eigenschaft (außer der Feuernden) bei-

behalten werden. Zwar ist die Berechnung und Implementierung von Tkeep Modellen 

aufwändiger, doch sollte gerade für Multitouchgesten, d.h. Gesten mit mehreren Fin-

gern, die Möglichkeit bestehen Nebenläufigkeiten abzubilden. 

Zusammenfassend bedeuten die vorherigen Ausführungen, dass die für die Gesten zu 

entwickelnden Modelle den Eigenschaften Eall, SCone und Tkeep entsprechen müssen, 

wodurch eine gute Balance zwischen Berechnungsaufwand und Modellierbarkeit gege-

ben ist. 

3.1.3 Conversive Hidden non-Markovian Models 

Durch die Festlegung auf Modelle mit Eall und SCone Eigenschaft ist es nun möglich den 

Blick auf eine spezielle Klasse von HnMM zu richten: Conversive Hidden non-

Markovian Models (CHnMM). Diese spezielle HnMM-Klasse wird ausführlich in der 

Dissertation (Buchholz, 2012) behandelt und hat als herausragendes Merkmal die Aus-

gabe eines Symbols bei jeder Zustandsänderung (Eall). Diese Einschränkung gegenüber 

HnMM ermöglichte die Entwicklung von effizienten Algorithmen, die das Evaluate-, 

das Decoding- und erstmals auch das Trainingsproblem lösen können. Damit stehen für 

die nun zu erarbeitende CHnMM-Gestenerkennung alle für HMM genutzten Verfahren 

zur Verfügung, auch wenn im Rahmen dieser eher Grundlagen orientierten Arbeit, das 

Decoding und Training keine weitere Betrachtung erfahren. Zukünftige Arbeiten könn-

ten darauf jedoch aufbauen.  

Ein weiterer Vorteil bei CHnMM liegt in deren Berechnung, denn es wird kein diskreter 

Zeitschritt verwendet, sondern variable Zeitschritte zwischen den einzelnen Ausgabe-

zeitpunkten der Symbole. Aus diesem Grund wird zum einen die Annahme, dass wäh-
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rend eines Zeitschritts nur maximal eine Zustandsänderung eintritt, obsolet und zum 

anderen werden bis zu zwei Fehlerquellen eliminiert. Erstens ist die exakte Zeit der Zu-

standsänderungen bekannt statt nur der Anzahl diskreter Zeitschritte und zweitens ent-

stehen keine Fehler durch die häufig verwendete Trapez-Approximation des Integrals 

der IRF bzw. HRF. Ein kleiner Nachteil jedoch, der durch den variablen Zeitschritt  

verursacht wird, ist die schlechtere Anwendbarkeit des Proxelmergings, da es deutlich 

unwahrscheinlicher ist bei variablen Zeitschritten, dass in den einzelnen Zuständen die 

aktiven Transitionen mit aging-Eigenschaft das jeweils gleiche Alter haben (Buchholz, 

2012). Aber aufgrund der der recht kurzen und finiten Beobachtungssequenzen, die 

durch die Gesten erzeugt werden, stellt dies keinen besonderen Nachteil dar. 

3.1.4 Funktionsprinzip der Gestenerkennung 

Nach eingehender Betrachtung des Modellierungsaspekts steht dagegen noch nicht fest, 

wie mit den noch zu erstellenden Gesten-Modellen eine ausgeführte Geste erkannt wer-

den soll. Denkbar wäre ein Verfahren ähnlich wie es bei der HMM-Gestenerkennung 

praktiziert wird und auch in den Experimenten zur HnMM-Gestenerkennung in (Sascha 

Bosse, 2011) verwendet wurde. Dabei wird mit Hilfe einer Beobachtungssequenz der 

Geste, das Evaluate-Problem gelöst, d.h. die Wahrscheinlichkeit P(O|λ) berechnet. Das 

Modell mit dem höchsten Wert gibt entsprechend vor, welche Geste der Beobachtungs-

sequenz zugeordnet wird. Dieses Prinzip hat aber einen Nachteil bzw. ein logisches 

Problem. Die Modelle der Gesten können nämlich auch Beobachtungssequenzen erzeu-

gen, die nur einen Teil der eigentlichen Geste darstellen. Somit könnten also auch nur 

angefangene Gesten als vollständige klassifiziert werden, da es natürlich eine gewisse 

Wahrscheinlichkeit gibt, mit der das Modell die Beobachtungssequenz einer unvollstän-

digen Geste erzeugt und diese ist häufig sogar höher als die Wahrscheinlichkeit der 

vollständigen. 

Deswegen wird in dieser Arbeit ein neuer bisher unbekannter Ansatz verfolgt. Da fest-

gelegt wurde, dass nur diskrete Gesten zu erkennen sind, ist es möglich einen Ende-

Zustand send für jedes Model einzuführen, den das Modell nach Beendigung der Geste 

einnimmt. Anstatt aber die Wahrscheinlichkeit P(O|λ) als Maß für die beste bzw. wahr-

scheinlichste Geste zu nehmen, wird die Forward-Wahrscheinlichkeit des Ende-

Zustands zum Zeitpunkt der letzten Symbolausgabe T verwendet. Formal handelt es 

sich also um folgenden Wert: 

  (    )   (         | ) 

Auf diese Weise kann eine Beobachtungssequenz nur dann mit einer bestimmten Geste 

klassifiziert werden, wenn mit dieser Sequenz auch der Ende-Zustand des Modells er-

reicht werden kann. Ansonsten beträgt die Forward-Wahrscheinlichkeit null und die 
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Geste wird nicht in Betracht gezogen. Dadurch sollte das System in der Lage sein, zu 

erkennen, wenn eine Eingabe keiner implementierten Geste entspricht. 

3.2 Die Modelle 

In diesem Abschnitt wird ein genauerer Blick auf die Modelle und die Vorgehensweise 

für deren Entwicklung geworfen. Die Ausführungen greifen dabei auf die getroffenen 

Entscheidungen und Festlegungen der vorherigen Abschnitte zurück und geben ein bes-

seres Verständnis über den Aufbau und die Struktur der Modelle. 

3.2.1 Symbole 

In den Vorüberlegungen (siehe Abschnitt 3.1.1) wurden bereits grundlegende Überle-

gungen bezüglich der Ausgabesymbole angestellt. In diesem Abschnitt jedoch soll das 

konkret für die Modelle der Gesten verwendete Alphabet an Symbolen vorgestellt wer-

den. 

Die Symbole sind in Anlehnung an die Experimente in (Sascha Bosse, 2011) gewählt 

und geben statt einer Beschleunigung oder Geschwindigkeit nur die Richtung der Be-

wegung an, da aufgrund der Zeitbehaftung in CHnMM Beschleunigung und Geschwin-

digkeit ableitbar sein sollten. Daher wird die Menge aller möglichen Richtungen in der 

Ebene in acht diskrete Richtungen aufgeteilt, so dass folgende Symbole entstehen: 

 Up 

 UpLeft 

 Left 

 DownLeft 

 Down 

 DownRight 

 Right 

 UpRight 

Es wird kein Symbol zur Repräsentation eines gehaltenen Fingers verwendet, da in die-

sem Fall das strokeUpdate-Event, wie in Abschnitt 2.4.2 bereits geschildert, nicht vom 

InputMerger ausgelöst wird und so der Eintritt in diese Phase nicht registriert werden 

kann. Allerdings werden noch zwei weitere Symbole eingeführt: 

 GestureStart 

 GestureEnd 

Sie stehen für den Beginn und das Ende einer Geste und dienen vor allem der Steuerung 

des Programmablaufs. Beispielsweise dient das GestureEnd-Symbol auch als Signal, 

das die Ermittlung der auszugebenden Geste einleitet. 
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3.2.2 Modellentwicklung 

Nach den vielen Festlegungen und Vorüberlegungen der vorherigen Abschnitte steht 

nun ein Gerüst zur Verfügung, auf denen die Modelle für die Gesten aufgebaut werden 

können. Die Vorgehensweise zur Erstellung eines Modells für eine spezifische Geste 

wird in diesem Abschnitt beschrieben.  

Im Gegensatz zu dem in Abschnitt 2.2 beschriebenen HMM-Gestenerkennungssystem 

können die Modelle für das CHnMM-System nicht automatisch durch eine Reihe von 

Beispieleingaben erstellt werden, da kein Verfahren für CHnMM bekannt ist. Daher ist 

die Modellerstellung vor allem durch Überlegungen zu realisieren. Allerdings ist ein 

festgelegter Symbolsatz vorhanden, der gewissermaßen vorgibt wie die Modelle gestal-

tet werden müssen. Da Richtungen verwendet werden, sollten die einzelnen Zustände 

des Modells eine bestimmte Phase der Geste darstellen, in denen jeder beteiligte Finger 

eine bestimmte Bewegungsrichtung hat. Zusätzlich wurde in dieser Arbeit festgelegt, 

dass jedes Gestenmodell auch einen Ende-Zustand hat. Erreicht wird dieser Zustand 

praktisch immer über mindestens eine Transition, die auch das GestureEnd-Symbol 

ausgibt. Ein weiteres wichtiges Hilfsmittel für die Erstellung der Modelle sind Beispiel- 

bzw. Trainingsdaten der Geste, d.h. eine Liste mit mehreren Beobachtungssequenzen 

einer Geste. Aus ihnen lässt sich ableiten, welche Phasen von einer Geste durchlaufen 

werden und ob die Symbolfolge immer gleich ist oder variiert. Ist die Symbolfolge für 

eine Geste immer gleich, entstehen entsprechend einfache Modelle, die aus einer Kette 

von Zuständen besteht, die durch jeweils eine Transition miteinander verbunden sind. 

Jede Transition gibt dabei ein Symbol der Symbolfolge aus, so dass das Modell nur die-

se eine Beobachtungssequenz erzeugen kann.  

Damit ist die grundlegende Vorgehensweise für die Entwicklung eines Modells zumin-

dest in Form von Richtlinien gegeben, denn für viele Einzelfälle müssen sicherlich wei-

tere Effekte und Besonderheiten von Gesten beachtet werden. 

3.2.3 Manuelle Parametrierung 

Der letzte notwendige Schritt zur Vollendung eines Modells besteht in der Bestimmung 

seiner Parameter. Zu diesen Parametern gehört bei CHnMM der Initialisierungsvektor 

π, die Verteilungsfunktion dist aller Transitionen, sowie deren Symbolausgabewahr-

scheinlichkeitsfunktion b(v). Bei HMM werden deren Parameter durch das in Abschnitt 

2.3.3 erläuterte Training via Baum-Welch-Algorithmus automatisch ermittelt. Für das 

Training allgemeiner HnMM existieren keine effizienten Algorithmen, doch für die 

Klasse der CHnMM werden Algorithmen in (Buchholz, 2012) vorgestellt. Deren Im-

plementierung ist jedoch nicht Teil dieser Arbeit, weshalb die Modelle manuell parame-

triert bzw. trainiert werden müssen. Allerdings ist das Wissen um einen vorhandenen 

Trainingsalgorithmus wichtig für die Bewertung nach der Praktikabilität des Systems. 
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Denn für den praktischen Einsatz wäre eine ausschließliche manuelle Parametrierung 

äußerst ungeeignet. Nachfolgend wird beschrieben, wie das manuelle Training der Mo-

delle vorgenommen wird. 

Generell ist es möglich, eine beliebige Verteilungsfunktion dist für jede Transition fest-

zulegen. Um eine ideale Verteilung zu finden, müssten für jede Transition aufwändige 

Verfahren zur Bestimmung dieser Verteilung angewandt werden. Daher wird zur Ver-

einfachung festgelegt, dass jede Transition eine Normalverteilung verwendet, denn für 

diese Verteilung müssen nur jeweils der Mittelwert und die Standardabweichung ermit-

telt werden. Dazu wird wieder auf Trainingsdaten zurückgegriffen, aus denen diese 

Werte für jede Transition ermittelt bzw. geschätzt werden können. Ebenso können aus 

ihnen die Wahrscheinlichkeiten für die einzelnen Startzustände ermittelt werden. Wenn 

eine der Transition mehr als ein bestimmtes Symbol ausgeben kann, werden die Ausga-

bewahrscheinlichkeiten entsprechend der Trainingsdaten geschätzt.  

Anhand aller vorherigen Ausführungen ist man nun in der Lage für jede beliebige Ges-

te, die mit den festgelegten Symbolen auch erkannt werden kann, ein entsprechendes 

Modell zu entwerfen und zu parametrieren. 

3.3 Implementierung 

Nachdem in den vorherigen Abschnitten alle wesentlichen Punkte des Konzepts erarbei-

tet und festgelegt wurden, wird in diesem Abschnitt ein Blick auf die Umsetzung der 

Ideen in Java geworfen. Dabei werden nur Details der wichtigsten Elemente erläutert, 

da vor allem die Funktionsweise näher gebracht werden soll und nicht der vollständige 

Quellcode. 

3.3.1 Architektur 

In diesem Abschnitt soll zunächst eine Übersicht über die Implementierung gegeben 

werden, indem die Architektur der Gestenerkennung mit deren Elementen und ihren 

Verbindungen zueinander vorgestellt wird. In Abbildung 2 wird ein Überblick über die 

Struktur der Gestenerkennung vorgestellt, mit dessen Hilfe die folgenden Ausführungen 

besser nachzuvollziehen sind. 
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Abbildung 2: Architektur der Gestenerkennung 

Allgemein wird die Gestenerkennung von der Klasse GestureRecognizer abstrahiert. Sie 

enthält immer ein Objekt der Klasse SymbolGenerator, welches für die Erstellung der 

Symbole zuständig ist und dem Konstruktor als Parameter übergeben wird. Außerdem 

meldet der GestureRecognizer den SymbolGenerator beim InputMerger (siehe Ab-

schnitt 2.4.2) an, so dass dieser die Events strokeStarted, strokeUpdated und strokeFi-

nished erhält. Des Weiteren erstellt der GestureRecognizer die Objekte der Klasse Sol-

ver anhand der beim Konstruktor angegebenen Modelle. Die Solver sind für die Be-

rechnung der Forward-Wahrscheinlichkeit zuständig, die zur Bestimmung der auszuge-

benden Geste herangezogen wird. 

Bei dieser erarbeiteten Architektur wird sogar eine Besonderheit bei der Lösungsermitt-

lung angewandt. Üblicherweise erfolgt die Berechnung z.B. des Evaluate-Problems zu 

einem bestimmten Zeitpunkt an dem die Beobachtungssequenz und das Modell an die 

Berechnung übergeben werden kann. In diesem Fall wäre das der Zeitpunkt nach Erhalt 

des GestureEnd-Symbols. Die Berechnung der Forward-Wahrscheinlichkeit und die 

Nutzung von CHnMM ermöglicht es aber, sofort bei Erhalt eines Symbols einen Teil 

der Berechnung durchzuführen. Auf diese Weise kann während der Ausführung der 

Geste bzw. in der Zeit zwischen den Symbolausgaben bereits ein großer Teil der Be-

rechnung durchgeführt werden, statt dies erst zu tun, wenn alle Symbole der Beobach-

tungssequenz gesammelt wurden. Mit dieser Strategie sollte die Erkennungsgeschwin-

digkeit erheblich verbessert werden können. 

Wird folglich ein Symbol vom SymbolGenerator emittiert (emitSymbol), wird es se-

quentiell allen Solver zur Berechnung übergeben. Je mehr Gesten erkannt werden sol-
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len, umso mehr Solver sind vorhanden und umso mehr Berechnungen werden also bei 

einer Symbolausgabe notwendig. Welche Auswirkungen eine zu lange Berechnung ver-

ursacht, wird in Abschnitt 3.3.4 näher betrachtet. 

3.3.2 SymbolGenerator 

Der SymbolGenerator ist als abstrakte Klasse angelegt, weshalb seine Funktion durch 

konkrete Subklassen implementiert werden muss. Auf diese Weise kann dem Gestu-

reRecognizer je nach Bedarf eine spezielle Implementierung der Symbolerstellung 

übergeben werden. Im Folgenden wird erklärt, wie die Erstellung der Symbole, wie sie 

in Abschnitt 3.2.1 festgelegt wurden, funktioniert. 

Jeder Stroke der vom InputMerger an den SymbolGenerator übergeben wird, enthält 

eine ID, um die Strokes der einzelnen Finger unterscheiden zu können. Daher wird in 

einer Menge festgehalten, welche Strokes aktuell aktiv sind, so dass ermittelt werden 

kann, wann der erste Finger den Tisch berührt und wann der letzte Finger den Tisch 

verlässt. Mit dieser Menge kann also bestimmt werden, wann das GestureStart- und das 

GestureEnd-Symbol ausgegeben werden müssen. Um die Richtungssymbole zu be-

stimmen, wird bei jedem strokeUpdated-Event der Vektor vom vorletzten zum letzten 

Punkt des Strokes gebildet. Anhand dessen kann das entsprechende Richtungssymbol 

bestimmt werden, jedoch wird es nur ausgegeben, wenn eine Richtungsänderung statt-

findet. Daher wird für jede aktive Stroke-ID, d.h. für jeden Finger, die momentane Rich-

tung gespeichert, um eine Richtungsänderung für jeden Finger feststellen zu können. 

Dabei kann es, z. B. durch Zittern und durch andere Effekte, vorkommen, dass die er-

rechnete Richtung nicht der eigentlichen Bewegungsphase eines Fingers entspricht, 

wodurch die eigentliche Bewegungsphase von dem entsprechenden Richtungssymbol 

kurz unterbrochen wird. Wird ein Finger beispielsweise nach unten bewegt, wird diese 

Bewegungsphase durch die Ausgabe des Down-Symbols eingeleitet und sollte erst 

durch eine Symbolausgabe unterbrochen werden, wenn diese Bewegungsrichtung geän-

dert wird. Ein „Zittern“ führt aber zu einer Ausgabe des durch das „Zittern“ berechneten 

Symbols, auf das gleich wieder ein Down-Symbol folgt. Um diesen Effekt zu minimie-

ren, werden zu kurze Richtungsvektoren aus den Berechnungen anhand eines Schwell-

wertes herausgefiltert, da diese sehr unzuverlässig eine Richtung angeben. 

Die Ausgabe eines Symbols erfolgt immer auch mit dem entsprechenden Zeitstempel, 

der dem aktuellsten Stroke-Punkt entnommen wird. Das heißt es werden, entsprechend 

der in Abschnitt 2.3.1 behandelten Spezifikation, Beobachtungen generiert, die in ihrer 

chronologischen Abfolge eine Beobachtungssequenz darstellen und nicht wie die Be-

zeichnung SymbolGenerator möglicherweise suggeriert ausschließlich Symbole. 
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3.3.3 Solver 

Die Solver sind die Kernstücke des Systems, denn sie sind für die Berechnungen zu-

ständig, die zur Auswahl der Geste notwendig sind. Für jedes Gestenmodell wird ein 

zugehöriger Solver erstellt, der dementsprechend Zugriff auf Zustände, Transitionen etc. 

des Modells hat. Zur Berechnung der Forward-Wahrscheinlichkeit wird der in 

(Buchholz, 2012, S. 46) verwendete Algorithmus zur Lösung des Evaluate-Problems 

verwendet. Der Algorithmus wurde lediglich dahingehend adaptiert, dass er mit schritt-

weise ankommenden Beobachtungen arbeiten kann. 

Dazu speichert der Solver, neben einer Referenz zum Gestenmodell, lediglich alle aktu-

ellen Proxel und den Zeitpunkt der letzten Symbolausgabe. Anhand dieser Werte kann 

die Berechnung einzeln für jede Beobachtung gemacht werden, da aus den aktuellen 

Proxeln und der vergangenen Zeit zwischen zwei Beobachtungen die Nachfolgeproxel 

ermittelt werden können. Nachdem die letzte Berechnung, d.h. nach dem Erhalt des 

GestureEnd-Symbols, durchgeführt wurde, liegen im Solver die Proxel vor, die alle 

möglichen Zustände des Systems und ihre Wahrscheinlichkeit zu diesem Zeitpunkt re-

präsentieren. Normalerweise würden die Wahrscheinlichkeiten aller Proxel addiert, um 

die Wahrscheinlichkeit P(O|λ) zu ermitteln. Für das entwickelte System werden jedoch 

nur die Wahrscheinlichkeiten der Proxel im Ende-Zustand addiert, was der Forward-

Wahrscheinlichkeit im Ende-Zustand entspricht, die es wie in Abschnitt 3.1.4 beschrie-

ben, zu ermitteln gilt. 

3.3.4 Threading 

Während der Entwicklung ist die Frage aufgekommen, ob das erdachte System auch 

dann noch ordnungsgemäß funktioniert, wenn ein Symbol emittiert wird, bevor die Be-

rechnung des vorherigen beendet wurde. Aus diesem Grund wurde zu Testzwecken eine 

Pseudoberechnung eingebaut, die eine Berechnungsdauer von einer Sekunde simuliert. 

Bei diesen Tests wurde festgestellt, dass die Zeitstempel der neuen Punkte eines 

Strokes, dadurch verfälscht werden. Daher muss die Berechnung in einen eigenen 

Thread verlagert werden, so dass die Erfassung der Punkte der Strokes von ihr unbeein-

flusst bleibt. 
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Abbildung 3: Angepasste Architektur für Threading 

Die Architektur des Systems muss also leicht angepasst werden. In Abbildung 3 wird 

die für das Threading angepasste Programmstruktur dargestellt. Sie unterscheidet sich 

im Wesentlichen nur durch die eingebaute SymbolQueue und den CalculationThread. 

Die SymbolQueue ist eine besondere Warteschlange vom Datentyp LinkedBlocking-

Queue, die die Symbole des SymbolGenerator zwischenspeichert, solange die Berech-

nungen der Solver noch nicht beendet sind. Die Klasse CalculationThread enthält den 

Code, der in einem eigenen Thread ausgeführt werden soll. Dieser Thread wird vom 

GestureRecognizer bei der Initialisierung gestartet und gibt, wenn ein Symbol in der 

SymbolQueue vorliegt, dieses Symbol an die Solver weiter. Die besondere Eigenschaft 

einer LinkedBlockingQueue sorgt dafür, dass der CalculationThread blockiert bzw. 

ausgesetzt wird, solange kein Symbol in der SymbolQueue vorliegt. Auf diese Weise 

wird im Vergleich zum Polling wiederum Berechnungsaufwand eingespart. 

Nach den Ausführungen zum Aufbau und zur Funktionsweise des implementierten 

CHnMM-Gestenerkennungssystems können nun Experimente zur Erfassung der Leis-

tungsfähigkeit durchgeführt werden und die Ergebnisse unter Beachtung der Besonder-

heiten des Systems ausgewertet werden. 
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4 Experimente 

Nachdem im vorherigen Kapitel ein System zur Gestenerkennung entwickelt wurde, gilt 

es nun dessen Leistungsfähigkeit zu bewerten. Dazu werden in diesem Kapitel Experi-

mente vorgestellt, die relevante Leistungsdaten des Systems ermitteln und so die Grund-

lage für eine Bewertung bilden. 

4.1 Gestensatz 

Bevor Tests mit dem entwickelten System durchgeführt werden können, bedarf es zu-

nächst einer Menge von Gesten, die für die Tests genutzt werden können. Daher werden 

in diesem Abschnitt Gesten ausgewählt und beschrieben, sowie deren Modelle präsen-

tiert. 

Bei der Wahl der Gesten sind durch die in Abschnitt 1.2 definierten Ziele bereits Vo-

raussetzungen gegeben, die zu beachten sind. Beispielsweise muss mindestens eine Ges-

te mit mehreren Fingern ausgeführt werden und es müssen gleichartige aber unter-

schiedlich schnell auszuführende Gesten im Gestensatz enthalten sein. Da das Modell 

jeder Geste aufwändig manuell trainiert werden muss, wird auf eine große Gestenviel-

falt verzichtet. Stattdessen wird ähnlich wie in (Sascha Bosse, 2011) lediglich auf einige 

simple Gesten und einige komplexere gesetzt, so dass der endgültige Gestensatz aus 

folgenden sechs Gesten besteht: 

 DownUp (DU) – Es wird mit einem Finger eine Bewegung nach unten und wie-

der zurück nach oben ausgeführt auf einer Länge von ca. 15-30cm. 

 DownUpFast (DUF) – Eine schnellere Version der DU-Geste 

 DoubleDownUp (DDU) – Eine Version der DU-Geste aber mit zwei parallel 

gehaltenen Fingern ausgeführt. 

 CircleBig (CB) – Es wird mit einem Finger ein Kreis gegen den Uhrzeigersinn 

„gezeichnet“ mit einem Durchmesser von ca. 20-30cm. Begonnen wird am 

obersten Punkt des Kreises. 

 CircleSmall (CS) – Eine kleinere Version der CB-Geste mit einem Durchmes-

ser von ca. 5-10cm. 

 EllipseHorizontal (EH) – Eine in der Horizontalen gestreckte Version der CB-

Geste mit einer Breite von ca. 45-60cm. 

Besonders interessant sind die Gesten CircleBig, CircleSmall und EllipseHorizontal. 

Denn anders als bei den Gesten DownUp und DownUpFast sind es nicht die exakt glei-

chen Gesten nur mit einer unterschiedlichen Ausführungsgeschwindigkeit, sondern Ges-

ten mit einer sehr ähnlichen Form, die bei dem aus Richtungen bestehenden Symbolsatz 
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zu den gleichen Symbolfolgen führen sollte. Die Unterscheidung dieser Gesten kann 

theoretisch nur unter Berücksichtigung der Ausgabezeitpunkte der Symbole erfolgen. 

Auf diese Weise stellt die Erkennung dieser Gesten eine Art Härtetest für das System 

dar, dessen Bestehen dem System eine solide Erkennungsleistung bescheinigen würde. 

Die entwickelten Modelle werden im Anhang: Die HnMM-Gestenmodelle bildlich und 

mit ihren Parametern dargestellt. Dort kann man entnehmen, dass die Modelle für die 

DownUp- und DownUpFast-Geste ein gleiches Gerüst teilen und sich lediglich in ihren 

Verteilungen unterscheiden. Man könnte vermuten, dies gelte auch für die kreisförmi-

gen Gesten CircleSmall, CircleBig und EllipseHorizontal, doch wurde festgestellt, dass 

diese zum Teil in unterschiedlichen Zuständen anfangen und enden können, wodurch 

kleinere Unterschiede in den Modellen entstanden sind. Für die DoubleDownUp-Geste 

wird sogar zwischen dem ersten und zweiten Finger der Geste unterschieden, obwohl 

dies nicht unbedingt nötig gewesen wäre. Es zeigt jedoch auf, dass relativ genaue Mo-

delle für die Gesten erstellt werden können. 

4.2 Erkennungsqualität 

Die zentrale Aufgabe des entwickelten Systems besteht in der Erkennung von Gesten, 

weshalb die Messung der Erkennungsqualität ein wesentlicher Schritt zur Bewertung 

des Systems ist. Als Qualitätsmaß wird die weitverbreitete Precision/Recall Metrik ver-

wendet, die zur Bewertung von Klassifikatoren, vor allem im Bereich Information Ret-

rieval, geeignet ist. Wie in (Sun & Lim, 2001) beschrieben, wird ein Precision- und Re-

call-Wert für jede Geste ermittelt. Aus der in Tabelle 1 dargestellten Kontingenztabelle 

lässt sich entnehmen, wie die zur Berechnung von Precision und Recall benötigten Wer-

te ermittelt werden. Die Bezeichnungen TP, FP, FN und TN stehen dabei jeweils für 

true postive, false positive, false negative und true negative. Der Tabelle entsprechend 

steht TPi beispielsweise für die Anzahl der als Gi ausgeführten Gesten, die auch als Ges-

te Gi erkannt wurden. 

Tabelle 1: Kontingenztabelle für Geste Gi 

Geste Gi 
Geste Gi ausgeführt 

Ja Nein 

Als Geste Gi 

klassifiziert 

Ja TPi FPi 

Nein FNi TNi 

Zur Berechnung des Precision- und Recall-Wertes jeder Geste werden folgende For-

meln verwendet: 
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Der Precision-Wert misst, wie viel Prozent der klassifizierten Eingaben korrekt klassifi-

ziert wurden und der Recall-Wert hingegen misst, wie viel Prozent der Eingaben die 

hätten klassifiziert werden müssen, richtig klassifiziert wurden. Der Recall-Wert enthält 

also auch Informationen über die Eingaben, die vom Klassifikator nicht klassifiziert 

werden. Um die Qualität des vollständigen Klassifikators zu bemessen und nicht nur die 

Qualität der Klassifikation der einzelnen Gesten, wird ein Durchschnitt für die Precision 

und Recall-Werte gebildet. Dafür wird der Micro-Average, der jeder Eingabe die glei-

che Bedeutung bzw. Wichtigkeit zuordnet, verwendet: 

    
∑    

 
 

∑ (       )
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∑ (       )
 
 

 

Für eine Gestenerkennung ist es natürlich schlimmer zu bewerten, wenn eine Klassifi-

zierung falsch erfolgt ist, als wenn diese gar nicht erfolgt ist. Denn in der Praxis würde 

bei einer falschen Erkennung auch eine falsche Aktion ausgeführt, was in der Regel 

größeres Missfallen beim User verursacht, als die Geste wiederholen zu müssen. Aus 

diesem Grund sollte der Precision-Wert möglichst nah am Optimum von 100% sein. 

Gleiches gilt auch für den Recall-Wert, jedoch kann hier eine größere Abweichung tole-

riert werden, da bei einer hohen Precision, der Recall-Wert hauptsächlich durch falsche 

Nichtklassifizierungen beeinträchtigt wird. 

Zur Ermittlung der Precision- und Recall-Werte des entwickelten Systems wird ein Ver-

such durchgeführt, bei dem jede implementierte Geste zwanzigmal ausgeführt und die 

vom System erkannte Geste protokolliert wird. Dabei ist das System so eingerichtet, 

dass sämtliche Symbolausgaben, inklusive der Stroke-ID und des zeitlichen Abstands 

zum vorherigen Symbol, ausgegeben werden. Dies ist notwendig, um Rückschlüsse 

über mögliche Gründe zur Fehl- bzw. Nichterkennung einer Geste ziehen zu können. 

Des Weiteren wird bei dem Versuch darauf geachtet, dass nur ausgeführte Gesten in das 

Ergebnis aufgenommen werden, die befreit von Fehlern des Multitouchtisches sind. Das 

bedeutet konkret, dass Ergebnisse aufgrund folgender Fehler ignoriert werden: 

 Eine durchgängige Bewegung eines Fingers (Stroke) wird als zwei oder mehr 

Strokes interpretiert, da in der Erkennung eine Unterbrechung vorliegt. 

 Es werden Eingaben erkannt, die nicht durch Fingerberührungen erzeugt wur-

den, sondern z.B. durch andere Infrarotreflexionen oder leichte Verschiebung 

des Tisches. 
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Auf diese Weise kann das implementierte System unabhängig von der Güte der Einga-

beerkennung bewertet werden. 

Die Ergebnisse des Versuchs sind in Tabelle 2 übersichtlich aufgeführt. Demnach be-

trägt der Precision-Wert der Gestenerkennung bei diesem Versuch rund 95,5% und der 

Recall-Wert rund 88,3%, beides augenscheinlich sehr gute Ergebnisse. Doch ein genau-

er Blick offenbart kleinere Probleme. So wurde beispielsweise die DownUpFast-Geste 

viermal als DownUp- und einmal gar nicht als Geste erkannt. Aus diesem Grund liegt 

der Precision-Wert für die DownUp-Geste bei lediglich 83,3% und der Recall-Wert der 

DownUpFast-Geste bei 75%. Allerdings sollten diese Fehlerkennungen leicht zu korri-

gieren sein, denn wahrscheinlich besteht lediglich eine kleine Diskrepanz zwischen der 

Ausführungsgeschwindigkeit beim manuellen Training und diesem Versuch, so dass das 

Modell zu sehr auf eine schnellere Ausführungsgeschwindigkeit beim Training speziali-

siert wurde. Eine Erhöhung von Erwartungswert und/oder Standardabweichung bei den 

Normalverteilungen der Transitionen sollte das Problem beheben können. Eine einzige 

weitere Fehlerkennung trat bei der EllipseHorizontal-Geste auf, die einmal als Circle-

Big-Geste klassifiziert wurde. Hier waren die Forward-Wahrscheinlichkeiten sehr nah 

beieinander. Möglicherweise war die Geste nicht sehr sauber ausgeführt oder das Mo-

dell der CircleBig-Geste ist toleranter trainiert worden. Für solche Fälle könnte man 

sich überlegen, Gesten nicht zu klassifizieren, wenn die Forward-Wahrscheinlichkeiten 

keine klare Trennung erlauben, denn das Ergebnis deutet darauf hin, dass die Ausfüh-

rung eine Mischung aus beiden Gesten war. Das von 120 ausgeführten Gesten nur fünf 

einer falschen Geste zugeordnet worden, ist jedoch ein sehr gutes Ergebnis.  

Tabelle 2: Ergebnisse zur Erkennungsqualität des CHnMM-Systems 

 Klassifizierung 

Ausgeführte Geste Korrekt Nicht klassifiziert 
Falsch 

Precision Recall 
DownUp CircleBig 

DownUp 20 - - - 0,833 1,000 

DownUpFast 15 1 4 - 1,000 0,750 

DoubleDownUp 19 1 - - 1,000 0,950 

CircleBig 19 1 - - 0,950 0,950 

CircleSmall 16 4 - - 1,000 0,800 

EllipseHorizontal 17 2 - 1 1,000 0,850 

Gesamt 106 9 4 1 0,955 0,883 

Von diesen 120 wurden aber auch neun Gesten gar nicht klassifiziert. Am Häufigsten, 

viermal, ist dies bei Ausführung der CircleSmall-Geste geschehen. Der Grund dafür 

liegt immer darin, dass die Beobachtungssequenz von keinem der Modelle erzeugt wer-

den konnte. Beispielsweise ist bei der Ausführung der DownUpFast-Geste während des 

Versuchs einmal ein UpRight-Symbol entstanden, welches nicht im Modell vorgesehen 
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ist. Für diesen Fall lässt sich entweder ein toleranteres Modell entwickeln oder der Sym-

bolGenerator könnte eine stärkere Glättung oder andere Methoden um eine bessere 

Symbolausgabe zu erzeugen, verwenden. Für die CircleSmall-Geste wurde beim Erstel-

len des Modells ein gewisser Effekt vernachlässigt, der scheinbar nicht nur eine verein-

zelte Erscheinung darstellt, sondern zur Eigenschaft der Geste zugehörig ist. Dieser Ef-

fekt äußert sich dadurch, dass innerhalb einer Bewegungsphase eine kurze Abweichung 

in eine benachbarte Bewegungsphase registriert wird. Beispielsweise wird statt der übli-

chen Teilsymbolfolge …, Left, DownLeft, Down,… eine mit Abweichung erzeugt (in 

diesem Beispiel die Abweichung Left in der Phase DownLeft): …, Left, DownLeft, Left, 

DownLeft, Down, … In diesem Fall sollte das Modell entsprechend angepasst werden, 

während man für die anderen Gesten abwägen kann, ob eine Anpassung notwendig ist. 

Um die Vermutung zu überprüfen, dass die fünf falsch klassifizierten Gesten aufgrund 

von Unterschieden in Training und Versuch entstanden sind, wurde der Versuch wie-

derholt. Diesmal wurden dem System aber die gespeicherten Beobachtungssequenzen, 

die für das Training verwendet wurden, übergeben. Es wurden ebenfalls zwanzig Se-

quenzen jeder Geste vom System klassifiziert und die Ergebnisse werden in Tabelle 3 

aufgeführt. Der Vermutung entsprechend liegen dieses Mal keine falsch klassifizierten 

Gesten vor, wodurch eine Precision von 100% erzielt werden konnte. Die CircleSmall-

Geste wurde wieder viermal nicht klassifiziert, da der bereits beschriebene Effekt auch 

in den Trainingsdaten aufgetreten ist und auch die DoubleDownUp-Geste wurde zwei-

mal nicht klassifiziert, weil Ausreißer-Effekte nicht in das Modell integriert wurden. 

Auch die EllipseHorizontal-Geste wurde viermal nicht erkannt und dennoch konnte ein 

Gesamt-Recall von fast 92% erreicht werden. 

Tabelle 3: Ergebnisse zur Erkennungsqualität des CHnMM-Systems mit Trainingsdaten 

 Klassifizierung 

Ausgeführte Geste Korrekt Nicht klassifiziert Precision Recall 

DownUp 20 - 1,000 1,000 

DownUpFast 20 - 1,000 1,000 

DoubleDownUp 18 2 1,000 0,900 

CircleBig 20 - 1,000 1,000 

CircleSmall 16 4 1,000 0,800 

EllipseHorizontal 16 4 1,000 0,800 

Gesamt 110 10 1,000 0,917 

Während beider Versuche wurden die Zeiten zur Erkennung jeder Geste protokolliert, 

die von Erstellung des GestureEnd-Symbols bis zur Ausgabe der ermittelten Geste ge-

messen werden. Diese Zeit würde in der Praxis der Wartezeit des Users auf eine Aktion 

des Systems entsprechen. Die protokollierten Zeiten entsprechen auffällig fast immer 

den Werten 31 und 32, vereinzelt auch 47 Millisekunden, wenn eine Geste klassifiziert 
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wurde. Konnte keine Geste ermittelt werden, wurde immer eine Dauer von null Millise-

kunden ausgegeben. In diesem Fall waren zum Zeitpunkt der Erstellung des Gesture-

End-Symbols vermutlich keine Proxel mehr in den Solvern, weshalb keine Berechnun-

gen mehr durchgeführt werden mussten. Auch wenn man die Anzahl der Gesten durch 

das Kopieren der vorhandenen Gestenmodelle verdoppelt oder verdreifacht und damit 

auch entsprechend die Anzahl der Solver, ändern sich die ausgegebenen Werte nicht. 

Die Ursache hierfür könnte das Scheduling des Betriebssystems sein, das für die Unter-

brechung des Berechnungsprozesses für diese relativ konstanten Zeitspannen sorgt. Ist 

dies der Fall, dürfte die tatsächliche Berechnungszeit deutlich kleiner als 31 Millisekun-

den sein, womit die Erkennungszeit deutlich unter der gesetzten Grenze von 500 Milli-

sekunden liegt. 

Diese zwei Versuche, sowie die Performancetests zeigen bereits, dass ein CHnMM-

Gestenerkennungssystem durchaus dazu in der Lage ist, sehr ähnliche Gesten in Echt-

zeit zu unterscheiden. Die aufgetretenen Fehler sollten durch umfangreichere Trainings-

daten und tolerantere Modelle deutlich minimiert werden können. Allerdings bedeutet 

dies auch einen hohen Aufwand, da sowohl Modellerstellung als auch –training noch 

manuell erfolgen. 

4.3 Vergleich mit der HMM-Gestenerkennung 

Für eine bessere Bewertung der Leistungsfähigkeit und Anwendbarkeit des CHnMM-

Gestenerkennungssystems, wird es in diesem Abschnitt mit einem in der Praxis genutz-

ten Verfahren verglichen: Hidden Markov Models. Dieses Verfahren eignet sich beson-

ders für einen Vergleich, da CHnMM eine Erweiterung von HMM darstellen und sie 

sich daher in ihrer Funktionsweise sehr ähneln. In den folgenden Abschnitten wird er-

läutert, wie das HMM-Gestenerkennungssystem erstellt wurde und es wird gezeigt, ob 

es in der Lage ist die definierten Gesten zu unterscheiden. 

4.3.1 Erstellung des HMM-Gestenerkennungssystems 

Für die Erstellung des HMM-Gestenerkennungssystems gilt es, im Zuge einer guten 

Vergleichbarkeit darauf zu achten, dass es sich in vielen Punkten mit dem bereits im-

plementierten CHnMM-System ähnelt, ohne dabei die potentielle Leistungsfähigkeit 

einzuschränken. Daher werden für das HMM-System die gleichen Symbole und Gesten 

verwendet. Aufgrund der Funktionsweise von HMM müssen die Symbole jedoch re-

gelmäßig ausgegeben werden, statt wie bisher nur bei Zustandsänderungen. Der Sym-

bolGenerator wird also entsprechend angepasst und gibt nun bei jedem strokeUpdated-

Event das entsprechende Richtungssymbol aus, welches auf gleiche Weise wie vorher 

berechnet wird. Lediglich das Filtern zu kurzer Vektoren wurde entfernt. Für die Erstel-

lung, das Training und die Auswertung von HMM wird auf das jahmm-Framework zu-
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rückgegriffen. Auf diese Weise kann das im Folgenden erläuterte Erkennungskonzept 

leicht umgesetzt werden. 

Zunächst müssen Trainingsdaten aller Gesten erhoben werden, die mit dem neuen Sym-

bolGenerator erzeugt werden. Dazu wird jede Geste rund zwanzigmal ausgeführt und 

die Beobachtungssequenzen in Dateien gespeichert. Für das Training der Modelle wer-

den des Weiteren Initialmodelle benötigt, die als Ausgangspunkt für den Baum-Welch-

Algorithmus dienen. Da die Gesten DownUp und DownUpFast die gleichen Bewe-

gungsphasen besitzen, können sie auf das gleiche Initialmodell zurückgreifen. Dies gilt 

auch für die Gesten CircleBig, CircleSmall und EllipseHorizontal. Abbildung 4 zeigt 

die verwendeten zwei Initialmodelle. Die Beschriftungen dienen der Benennung der 

Zustände und deuten das in diesem Zustand häufigste Symbol an. Jedoch werden den 

Modellen keine Vorgaben bezüglich der Symbolausgabewahrscheinlichkeiten gemacht, 

da diese gut durch das Training ermittelt werden. Mithilfe dieser Initialmodelle und der 

in den Dateien gespeicherten Trainingsdaten können, durch den im jahmm-Framework 

implementierten Baum-Welch-Algorithmus, Modelle für jede Geste erzeugt werden. 

 

Abbildung 4: Initialmodelle für das HMM-Training 

Für die Bestimmung einer Geste werden die erzeugten Symbole während einer Eingabe 

gesammelt und beim Auftreten des GestureEnd-Symbols wird die gesammelte Be-

obachtungssequenz zur Berechnung übergeben. Diese Berechnung erfolgt durch das 

jahmm-Framework, welches für jedes Gestenmodell das Evaluate-Problem löst, d.h. die 
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Wahrscheinlichkeit P(O|λ) ermittelt. Anhand der größten Wahrscheinlichkeit wird die 

entsprechend auszugebende Geste ermittelt, außer in dem Fall, dass diese null beträgt. 

Dann wird, wie bereits im CHnMM-System, keine Geste ausgegeben. 

Es steht nun ein HMM-Gestenerkennungssystem zur Verfügung, welches auf seine 

Leistungsmerkmale hin überprüft werden kann, um es so mit dem entwickelten 

CHnMM-System vergleichen zu können. Die Experimente und Ergebnisse dazu werden 

in den folgenden Abschnitten erläutert. 

4.3.2 Erkennungsqualität 

Auch für die das HMM-System werden die Precision- und Recall-Werte zur Bewertung 

der Erkennungsqualität ermittelt. Das Vorgehen dabei entspricht exakt dem Vorgehen in 

Abschnitt 4.2, d.h. auch in diesem Versuch werden Fehler des Multitouchtisches aus 

den Ergebnissen ausgeschlossen.  

Das Resultat des Versuches ist in Tabelle 4 dargestellt und fällt mit einer Gesamt-

Precision von 73,7% und einem Gesamt-Recall von 72,5% gegenüber dem CHnMM-

System deutlich schwächer aus. Von 120 ausgeführten Gesten wurden lediglich 87 kor-

rekt klassifiziert. Sehr große Probleme gab es bei der Unterscheidung der DownUp- und 

der DoubleDownUp-Geste, deren Precision- und Recall-Werte teilweise unter 50% lie-

gen. Auffällig ist, dass bei diesen beiden Gesten ziemlich genau die Hälfte der Eingaben 

als die jeweils andere Geste erkannt wurde. Die trainierten Modelle sind daher vermut-

lich sehr ähnlich, da auch die Symbolausgaben beider Gesten sehr ähnlich sind. Zwar 

erzeugt die DoubleDownUp-Geste doppelt so viele Symbole wie die DownUp-Geste, 

was sie theoretisch unterscheidbar macht, doch bleiben die Anteile von Symbolen in der 

Down und der Up-Phase gleich, weshalb sehr ähnliche Modelle entstehen. Jedoch wäre 

dieses Problem behebbar, indem die Symbole erweitert werden, so dass sie auch die 

Information enthalten, welcher Finger sie jeweils verursacht hat. 

Tabelle 4: Ergebnisse zur Erkennungsqualität des HMM-Systems 

 Klassifizierung   

Ausgeführte Geste Korrekt Nicht klassifiziert 
Falsch 

Precision Recall 
DDU DU CB CS 

DownUp 10 - 10 - - - 0,526 0,500 

DownUpFast 17 - 3 - - - 1,000 0,850 

DoubleDownUp 9 2 - 9 - - 0,409 0,450 

CircleBig 19 - - - - 1 0,704 0,950 

CircleSmall 17 - - - 3 - 0,944 0,850 

EllipseHorizontal 15 - - - 5 - 1,000 0,750 

Gesamt 87 2 13 9 8 1 0,737 0,725 
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Die Precision- und Recall-Werte der anderen Gesten liegen hingegen in besseren Berei-

chen. Lediglich die CircleBig-Geste mit 70,4% Precision und die EllipseHorizontal-

Geste mit 75% Recall fallen etwas auf, denn drei CircleSmall-Gesten und fünf Ellip-

seHorizontal-Gesten wurden fälschlicherweise als CircleBig-Geste klassifiziert. Die 

Unterscheidung dieser sehr ähnlichen Gesten funktioniert bei diesem Versuch zwar et-

was schlechter als mit dem CHnMM-System, aber nicht so schlecht, dass man behaup-

ten könnte, die Unterscheidung sei gar nicht möglich. Eine größere Anzahl von Trai-

ningsbeispielen hätte möglicherweise bereits für bessere Ergebnisse gesorgt. Dass die 

DownUpFast-Geste dreimal als DoubleDownUp-Geste klassifiziert wurde, hat sicher-

lich ähnliche Gründe wie schon im Versuch mit CHnMM. Vermutlich eine Diskrepanz 

zwischen der Ausführungsgeschwindigkeit beim Training und beim Versuch. Die ge-

ringe Anzahl von zwei Nichtklassifizierungen liegt darin begründet, dass der Symbol-

Generator im HMM-System öfter von der eigentlichen Bewegungsphase abweichende 

Symbole ausgibt, als der des CHnMM-Systems, der kurze Vektoren filtert. Tritt eine 

solche Abweichung bei der Ausführung einer Geste auf, können HMM diese entspre-

chend tolerieren, während die CHnMM so erstellt wurden, dass die seltenen Abwei-

chungen nicht toleriert werden. 

Für einen fairen Vergleich wird auch für das HMM-System der Versuch mit den Trai-

ningsdaten wiederholt. Die Ergebnisse in Tabelle 5 zeigen, dass mit 93,3% Precision 

und Recall eine sehr gute Erkennung erfolgt ist. Bis auf die DoubleDownUp-Geste, die 

siebenmal als DownUp-Geste klassifiziert wurde, konnten außer einer Eingabe alle an-

deren erfolgreich erkannt werden. Es zeigt sich also, dass HMM kein generelles Prob-

lem haben, ähnliche Gesten zu unterscheiden, doch war es unter den Umständen der 

beiden Versuche nicht möglich, die DownUp- und die DoubleDownUp-Geste erfolg-

reich zu unterscheiden. 

Tabelle 5: Ergebnisse zur Erkennungsqualität des HMM-Systems mit Trainingsdaten 

 Klassifizierung 

Ausgeführte Geste Korrekt 
Falsch 

Precision Recall 
DownUp CircleBig 

DownUp 20 - - 0,741 1,000 

DownUpFast 20 - - 1,000 1,000 

DoubleDownUp 13 7 - 1,000 0,650 

CircleBig 20 - - 0,952 1,000 

CircleSmall 19 - 1 1,000 0,950 

EllipseHorizontal 20 - - 1,000 1,000 

Gesamt 112 7 1 0,933 0,933 

Wie bereits bei den Versuchen für das CHnMM-System wurden auch für das HMM-

System die Erkennungsdauern protokolliert. Obwohl die Berechnungen auf ein fremdes 
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Framework zurückgreifen, sind die Ergebnisse nahezu identisch mit den Werten des 

CHnMM-Systems. Wieder treten die Werte 31, 32 und 47 Millisekunden auf und wie-

der sind es im Fall einer Nichtklassifizierung null Millisekunden. Dies verstärkt die 

Vermutung, dass es sich hier um Scheduling-Effekte des Betriebssystems handelt und 

die eigentliche Berechnung deutlich schneller erfolgt. Auf Basis dieser Ergebnisse las-

sen sich demnach keine Geschwindigkeitsunterschiede zwischen beiden Systemen 

nachweisen. 

4.3.3 Toleranz gegenüber Fehleingaben 

Bei der Entwicklung der CHnMM-Gestenerkennung wurde ein neuartiger Ansatz einge-

führt, der die Forward-Wahrscheinlichkeiten eines Ende-Zustands als Maß für die Aus-

wahl der Geste nutzt, statt wie beim HMM-Verfahren üblich die Wahrscheinlichkeit 

P(O|λ). Die Begründung dafür ist die Vermutung, dass dadurch Eingaben ausgeschlos-

sen werden sollen, die unvollständig bzw. völlig abwegig sind. Daher soll in diesem 

Versuch verglichen werden, wie beide Systeme auf Fehleingaben reagieren. In diesem 

Kontext gilt eine Eingabe als Fehleingabe, wenn sie keiner der definierten und imple-

mentierten Gesten entspricht. 

Für diesen Versuch werden verschiedene Arten von Fehleingaben definiert und an-

schließend jeweils dreimal in beiden Systemen ausgeführt. Die entsprechenden Ausga-

ben des Systems werden protokolliert. Folgende Fehleingaben wurden für diesen Ver-

such gewählt: 

 Down – Eine Bewegung nach unten, die nur zur Hälfte den DownUp-Gesten 

entspricht. 

 Rectangle – Zeichnen eines Vierecks in der Größe des CircleBig und entgegen 

des Uhrzeigersinns, angefangen in der rechten oberen Ecke. Dient als Beispiel 

für eine komplexe aber nicht implementierte Geste. 

 Tap – Eine kurze Berührung, die zur Simulation einer versehentlichen Berüh-

rung dient. 

 EllipseVertical – Analog zur EllipseHorizontal-Geste eine Ellipse mit vertikaler 

Streckung. Dient als Beispiel für eine nicht implementierte Geste, die jedoch 

sehr ähnlich zu den implementierten ist. 

Ein Blick auf die Ergebnisse in Tabelle 6 verdeutlicht, dass das in dieser Arbeit entwi-

ckelte System deutlich robuster gegenüber Fehleingaben ist, als das HMM-Verfahren. 

So wurde keine der zwölf simulierten Fehleingaben vom CHnMM-System als eine der 

implementierten Geste klassifiziert, wohingegen das HMM-System lediglich zwei Fehl-

eingaben tolerieren konnte. In der Theorie hätten jedoch nicht einmal diese zwei tole-

riert werden können, da die Fehleingabe EllipseVertical die gleichen Phasen und Sym-
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bole verwendet, wie die Gesten CircleSmall, CircleBig und EllipseHorizontal. Aller-

dings scheint auch in diesem Versuch wieder eine Diskrepanz zwischen den Trainings-

daten und den ausgeführten Gesten zu bestehen. Aber auch das CHnMM-System kann 

in der Theorie in diesem Versuch andere Ergebnisse zeigen. Zumindest bei der Fehlein-

gabe EllipseVertical wären tolerantere Modelle für CircleBig, CircleSmall und Ellip-

seHorizontal in der Lage die Fehleingabe entsprechend zu klassifizieren. Dies hängt 

jedoch davon ab, welches Verhalten  für die Modelle gewünscht ist und wie sie entspre-

chend trainiert werden.  

Tabelle 6: Ergebnisse des Toleranztests 

Ausgeführte Fehleingabe Erkannte Geste - CHnMM Erkannte Geste - HMM 

Down - DoubleDownUp 

Down - DownUp 

Down - DownUp 

Rectangle - CircleBig 

Rectangle - CircleBig 

Rectangle - CircleBig 

Tap - Ellipse 

Tap - CircleSmall 

Tap - Ellipse 

EllipseVertical - - 

EllipseVertical - CircleBig 

EllipseVertical - - 

Eine weitere Eigenschaft des HMM-Verfahrens wird bei der Fehleingabe Tap deutlich, 

denn dort fallen die hohen Wahrscheinlichkeiten auf, die von den möglichen Modellen 

ausgegeben werden. Kurze Beobachtungssequenzen werden oftmals viel wahrscheinli-

cher von einem Modell erstellt als längere. Aus diesem Grund ist es also nicht möglich 

mit einem Schwellwert für die Wahrscheinlichkeiten viele Fehleingaben herauszufil-

tern, da die Wahrscheinlichkeiten von Fehleingaben größer sein können als die korrek-

ter Eingaben. 

An dieser Stelle sei auch erwähnt, dass die gewählten Richtungssymbole im Bezug auf 

Eingaben mit mehreren Fingern eine Schwäche in ihrem Informationsgehalt aufweisen. 

Es ist mit ihnen nicht möglich die Lage einzelner Finger zueinander zu ermitteln, was 

z.B. für die DownUp-Geste bedeutet, dass sie auch erkannt wird, wenn die zwei Finger 

während der Ausführung weit auseinander sind. Um dieses Problem zu lösen, könnte 

man entweder auf geeignetere oder zusätzliche Symbole zurückgreifen. Tritt während 

der Geste ein neuer Finger auf, könnte beispielsweise ein Symbol ausgegeben werden, 

dass Informationen über den Abstand und die Richtung zum vorherigen Finger enthält 

und analog auch beim Entfernen eines Fingers. Aber auch eine zusätzliche Überprü-

fungslogik nach Auswahl der Geste durch das System, welche die Abstände prüft, könn-
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te die Informationslücke schließen. Dies würde eine Art von Hybrid-System aus 

CHnMM und Heuristiken darstellen. 

Als Fazit dieses Versuchs kann man sagen, dass die Verwendung von CHnMM in Ver-

bindung mit der Verwendung von Forward-Wahrscheinlichkeiten zur Gestenerkennung 

einen klaren Vorteil gegenüber HMM bietet, da das System sehr viel toleranter gegen-

über Eingaben ist, die nicht den implementierten Gesten entsprechen. 
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5 Auswertung & Ausblick 

In diesem Kapitel werden die erfolgten Arbeiten noch einmal zusammengefasst und 

anschließend die Ergebnisse mit den gesetzten Zielen verglichen und bewertet. Außer-

dem wird zum Abschluss ein Ausblick auf Erweiterungsmöglichkeiten gegeben, sowie 

weitere Forschungsschwerpunkte aufgezeigt. 

5.1 Zusammenfassung 

Nach der Fülle an Punkten, die in den vorherigen Kapiteln behandelt wurden, ist es an 

der Zeit in diesem Abschnitt eine Zusammenfassung dessen zu betrachten. Auf diese 

Weise kann vor der Interpretation der Ergebnisse das Getane noch einmal in Erinnerung 

gerufen werden. 

Zu Beginn der Arbeit wurde dargelegt, dass zurzeit ein Trend vorherrscht, der für eine 

starke Verbreitung von Geräten mit Multitouchsteuerung sorgt, die jedoch nur einen 

begrenzten und einfachen Satz von Gesten in der Praxis verwenden. Für die noch nicht 

lange bekannten HnMM wurde vermutet, dass sie für die Gestenerkennung anwendbar 

sind, denn auf Basis von HMM, aus denen sich die HnMM entwickelt haben, existieren 

bereits gute Gestenerkennungssysteme. Aufgrund der besseren Modellierungsmöglich-

keiten und der bei HMM fehlenden Zeitbehaftung wurde vermutet, dass vor allem bei 

sehr ähnlich geformten Gesten mit unterschiedlichen Ausführungsgeschwindigkeiten 

HnMM bessere Erkennungsraten erzielen können. Jedoch sind HnMM sehr komplex in 

der Berechnung, weshalb es das Ziel dieser Arbeit war, am Beispiel eines Multitouchti-

sches zu zeigen, dass HnMM zur Gestenerkennung eingesetzt werden können. Als spe-

zielles zweites Ziel sollte auch bewiesen werden, dass mit HnMM gleichartige Gesten 

mit unterschiedlichen Ausführungsgeschwindigkeiten zuverlässig unterschieden werden 

können. Den Zielen entsprechend wurden daraufhin die durchzuführenden Aufgaben 

zusammengetragen. 

Im zweiten Kapitel wurde dann der Begriff Geste genauer unter die Lupe genommen 

und für den Kontext dieser Arbeit konkretisiert. Dabei wurde festgelegt, dass nur diskre-

te Gesten betrachtet werden, bei denen während der Ausführung immer mindestens ein 

Finger die Multitouchoberfläche berührt. Anschließend wurden einige bekannte Verfah-

ren, die zur Multitouchgestenerkennung verwendet werden, aufgelistet und ein auf 

HMM basierendes System näher betrachtet, sowie ein erstes Experiment mit HnMM zur 

Erkennung von WiiMote-Gesten erläutert. Auch die Funktionsweise, Notation, Metho-

den und verschiedene Ausprägungen von HnMM wurden beschrieben und es wurde auf 
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die vom UISE bereitgestellten Hard- und Softwarekomponenten und andere verwendete 

Software eingegangen. 

Am Anfang des dritten Kapitels wurden dann mögliche Ansätze zur Entwicklung des 

Systems miteinander abgewogen und entsprechende Entscheidungen getroffen. Die 

Festlegung auf die Modelleigenschaften SCone, Eall und Tkeep erlaubte eine Konzentrati-

on auf die HnMM Subklasse CHnMM, für die effiziente Algorithmen existieren. Au-

ßerdem wurde ein im Vergleich zu bekannten Verfahren neuartiger Ansatz zur Auswahl 

der Geste präsentiert. Es wurde erläutert auf welche Weise die Modelle für die Gesten 

erstellt und manuell trainiert worden sind und welche Symbole zu verwenden sind. Ab-

schließend wurde erklärt, wie das erarbeitete Konzept in Java umgesetzt wurde und wie 

einzelne Bestandteile der Implementierung funktionieren. 

Mit dem entwickelten System konnten dann die in Kapitel 4 beschriebenen Experimente 

zur Erfassung der Erkennungsqualität und Performance durchgeführt werden, für die ein 

Gestensatz definiert wurde, der vor allem sehr ähnliche Gesten enthält. Dadurch sollte 

die vermutete Leistungsfähigkeit von CHnMM demonstriert werden. Zum Vergleich 

wurde anschließend ein sehr ähnliches Gestenerkennungssystem auf Basis von HMM 

implementiert und den gleichen Versuchen unterzogen. Welche Schlüsse aus den Er-

gebnissen zu ziehen sind und welchen Nutzen sie haben, wird in den folgenden Ab-

schnitten beschrieben. 

5.2 Interpretation und Beurteilung der Ergebnisse 

In diesem Abschnitt werden die erzielten Ergebnisse noch einmal näher betrachtet und 

daraufhin untersucht, ob die gesetzten Ziele erreicht werden konnten, um die Arbeit 

entsprechend als Erfolg oder Misserfolg werten zu können.  

Zunächst werden alle Ziele noch einmal wiederholt, um sie anschließend einzeln prüfen 

zu können, ob sie mit der geleisteten Arbeit auch erreicht werden konnten: 

I. Es ist aufzuzeigen, ob Hidden non-Markovian Models generell für die Gestener-

kennung am Multitouchtisch genutzt bzw. angewandt werden können.  

(1) Die Erkennung der Geste bzw. deren Berechnung darf einen Zeitraum 

von 500ms nicht überschreiten. 

(2) Der Anteil richtig erkannter Gesten muss über 75% liegen. 

(3) Der Anteil  falsch erkannter Gesten muss unter 10% liegen. 

(4) Mindestens eine Geste des Gestensatzes muss mit mehr als einem Finger 

durchgeführt und erkannt werden. 

II. Es ist zu zeigen, dass die HnMM-Gestenerkennung gleichartige Gesten, die mit 

unterschiedlicher Geschwindigkeit ausgeführt werden, verlässlich unterscheiden 

kann 
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Vor der Beurteilung des Ziels I werden zunächst dessen Teilziele bewertet, die als Min-

destanforderungen für das Erreichen des Ziels angesehen werden können. Teilziel (1) 

kann definitiv als erreicht bewertet werden, da in den Messungen Erkennungszeiten von 

ca. 32ms, bei Nichtklassifizierung sogar 0ms, die Regel waren. Die tatsächliche Be-

rechnungszeit wird sogar deutlich kürzer vermutet, da auch bei Tests mit deutlich mehr 

Gesten, d.h. mehr Solvern die Berechnungen ausführen, die gleichen Werte gemessen 

wurden. Als wahrscheinlichste Ursache für diese relativ konstanten Werte gilt das 

Scheduling des Betriebssystems, da auch bei den Tests mit HMM diese Werte aufgetre-

ten sind. Auch Teilziel (2) kann als erreicht betrachtet werden, da mit einer Precision 

von 95,5% und einem Recall von 88,3%, der Anteil aller richtig klassifizierten Gesten 

von allen die klassifiziert wurden und auch von allen die klassifiziert werden sollten, 

jeweils über 75% liegt. Dies gilt sowohl für das gesamte System als auch für jede ein-

zelne der verwendeten Gesten. Mit fünf falsch erkannten Gesten von 120 ausgeführten, 

also 4,17%, ist die 10% Grenze aus Teilziel (3) deutlich unterschritten und das Ziel so-

mit erreicht. Für die Erreichung von Teilziel (4) wurde die DoubleDownUp-Geste im-

plementiert, welche lediglich einmal nicht klassifiziert wurde. Daher gilt auch das letzte 

der Teilziele als erreicht.  

Die Teilziele und somit Mindestanforderungen für das Hauptziel sind alle erreicht wur-

den. Wie in Abschnitt 1.2 bereits erwähnt, beschreibt der Begriff der Anwendbarkeit ein 

sehr breites Spektrum an Eigenschaften, das für diese Arbeit durch die Teilziele einge-

schränkt wurde. Demnach gilt das Ziel für diese Arbeit als erreicht. Andere nicht be-

trachtete Aspekte der Anwendbarkeit werden in Abschnitt 5.3 diskutiert. Es sei ange-

merkt, dass die Ergebnisse mit einer speziellen Ausprägung von HnMM, den CHnMM 

erzielt wurden und damit nicht gezeigt wurde, dass auch allgemeinere Formen von 

HnMM ähnliche Ergebnisse erzielt hätten. Ziel II gilt ebenfalls als erreicht, obwohl die 

DownUpFast- viermal als DownUp-Geste klassifiziert wurde. Dies ist vermutlich auf 

unterschiedliche Ausführungsgeschwindigkeiten beim Training und Versuch zurückzu-

führen, denn beim Versuch mit den Trainingsdaten gab es keine Fehlklassifizierungen. 

Da alle Ziele ohne Abstriche erreicht werden konnten, lässt sich auf eine erfolgreiche 

Arbeit zurückblicken, die auch andere Erkenntnisse zu Tage gefördert hat. Beispiels-

weise hat sich gezeigt, dass die manuelle Parametrierung der Modelle, speziell bei kom-

plexeren Gesten mit vielen Zuständen, sehr aufwändig ist. Die gewählte Methode für 

das manuelle Training führte auch zu sehr strikten Modellen, d.h. leichte Abweichungen 

bei der Ausführung einer Geste von den Trainingsdaten konnten in einigen Fällen nicht 

mehr toleriert werden. Dieses Phänomen wird im Machine Learning auch als Overfit-

ting bezeichnet und bedeutet, dass ein Klassifikator sich zu sehr auf die Trainingsdaten 

spezialisiert hat und nicht mehr genügend verallgemeinert.  

Beim Vergleich zwischen CHnMM- und HMM-System konnte das CHnMM-System in 

dem Punkt Gesamt-Precision und Gesamt-Recall bei jedem Versuch bessere Werte 
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aufweisen. Lediglich der Recall-Wert beim Versuch mit Trainingsdaten war beim 

HMM-System um nicht mal 2% Punkte höher. Dies entspricht den Erwartungen, dass 

auf HMM basierende Verfahren Probleme mit gleichartigen Gesten haben. Jedoch zeigt 

z.B. der HMM Versuch mit Trainingsdaten, dass die Gesten sehr gut unterschieden 

werden konnten. Lediglich die DownUp- und DoubleDownUp-Geste waren in diesem 

Fall problematisch, doch wäre dieses Problem prinzipiell behebbar gewesen. Der ver-

mutete Vorteil von HnMM bzw. CHnMM kann demnach nicht ohne weiteres bestätigt 

werden. Der Versuch zur Toleranz von Fehleingaben zeigt jedoch einen anderen Vorteil 

auf. Das HMM-Verfahren neigt dazu, jede Form von Eingabe klassifizieren zu wollen, 

auch wenn diese Eingabe keiner der implementierten Gesten entspricht. Dieses Verhal-

ten zeigt sich auch an den wenigen Nichtklassifizierungen bei den HMM-Versuchen. 

Mit dem CHnMM-System wurde hingegen keine einzige Fehleingabe falsch klassifi-

ziert. Der Vorteil entsteht vor allem durch die Einführung des Ende-Zustands in den 

Modellen und durch die neuartige Auswahl der Geste auf Grundlage der Forward-

Wahrscheinlichkeit. 

5.3 Erweiterungs- und Anwendungsmöglichkeiten 

Im Verlaufe dieser Arbeit wurde eine funktionierende Gestenerkennung auf Basis von 

CHnMM für einen Multitouchtisch entwickelt und in diesem Abschnitt wird erläutert 

welcher Nutzen daraus resultiert, welche Erweiterungen denkbar und sinnvoll wären 

und welche neuen Forschungsfragen darauf aufbauend untersucht werden können. 

Ein wissenschaftlicher Nutzen der durch die Arbeit entstanden ist, besteht in dem Auf-

zeigen eines praktischen Anwendungsgebietes für HnMM bzw. CHnMM. Bisher wur-

den diese Modellklassen nur akademisch an konstruierten Beispielen untersucht. Eine 

wirkliche praktische Anwendung konnte bisher noch nicht aufgezeigt werden. 

Ein bei der Zielsetzung nicht betrachteter Aspekt der Anwendbarkeit ist die Benutzer-

freundlichkeit. Für ein Gestenerkennungssystem bedeutet das vor allem, den Aufwand 

zur Implementierung einer bestimmten Geste möglichst gering zu halten und dass kein 

Spezialwissen vom Benutzer notwendig ist. Beide Aspekte werden vom entwickelten 

System nicht erfüllt. Zur Erstellung der Modelle benötigt der Benutzer fundiertes Wis-

sen über die Funktionsweise von CHnMM und zusätzlich muss ein recht hoher Auf-

wand betrieben werden, denn das Modell muss manuell trainiert werden, wofür eine 

aufwändige Auswertung von Trainingsdaten erforderlich ist. Hier könnte das System 

dahingehend erweitert werden, dass das Training automatisch erfolgt. Glücklicherweise 

existieren für CHnMM bereits effiziente Algorithmen für das Training. Für diese Algo-

rithmen sind aber wie beim Baum-Welch-Algorithmus Initialmodelle nötig, für deren 

Erstellung Modellwissen notwendig ist. Idealerweise könnte für CHnMM ein Weg ge-

funden werden, mit dem sich Initialmodelle automatisch anhand von Trainingsdaten 
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erstellen lassen. Würde dies gelingen, könnte ein System erstellt werden, welches, wie 

das in Abschnitt 2.2 erläuterte HMM-System, nur mit Trainingsdaten gespeist werden 

muss. 

Betrachtet man die für das CHnMM-System erstellten Gestenmodelle, dann fällt auf, 

dass nicht einmal das Modellierungspotenzial von CHnMM vollständig ausgereizt wur-

de. Beispielsweise kann jede Transition nur ein bestimmtes Symbol ausgeben, obwohl 

mehrere angegeben werden könnten. Des Weiteren nutzt keines der Modelle Transitio-

nen mit aging-Eigenschaft, d.h. alle Modelle sind vom Typ TReset. Dieses Potenzial 

könnte möglicherweise für weitere Erweiterungen verwendet werden. Interessant wäre 

zum Beispiel die Erkennung von diskreten Gesten, die fließend nach einer kontinuierli-

chen Geste ausgelöst werden, wie ein Flick am Ende einer Drag-Geste. Es könnte auch 

untersucht werden, ob Gesten die von mehreren Usern gleichzeitig durchgeführt wer-

den, erkannt und unterschieden werden können.  

Die Ergebnisse wurden zwar an einem Multitouchtisch erzielt, doch sollten die Er-

kenntnisse dieser Arbeit auch auf allen anderen Multitouchoberflächen angewandt wer-

den können. Spezielle Erkenntnisse wie z.B. die Nutzung eines Ende-Zustands und der 

Forward-Wahrscheinlichkeit, könnten auch auf allgemeinere Probleme angewandt wer-

den. Beispielsweise zur Erkennung diskreter Gesten allgemein, also nicht nur für Mul-

titouchgeräte, sondern auch für die Erkennung von Handgesten über Videokameras oder 

ähnlichem. 

Zusammenfassend kann man sagen, dass eine gute Grundlage für die Erforschung eines 

neuen auf CHnMM basierenden Verfahrens zur Gestenerkennung mit dieser Arbeit er-

zielt wurde. 
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Anhang: Die HnMM-Gestenmodelle 

DownUp und DownUpFast 

 

DownUp-Parameter 

T1.dist = N(75,40) 
T2.dist = N(447,95) 
T3.dist = N(384,48) 

         

DownUpFast-Parameter 

T1.dist = N(43,13) 
T2.dist = N(195,17) 
T3.dist = N(148,42) 
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DoubleDownUp 

 

DoubleDownUp-Parameter 

T1.dist = T2.dist = N(150,150) 
T3.dist = T4.dist = T7.dist = T8.dist = N(15,15) 
T5.dist = T6.dist = N(100,150) 
T9.dist = N(350,175) 
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CircleBig 

 

CircleBig-Parameter 

T1.dist = N(50,50) 
T2.dist = N(58,44) 
T3.dist = N(168,90) 
T4.dist = N(284,66) 
T5.dist = N(346,84) 
T6.dist = N(235,64) 
T7.dist = N(170,60) 
T8.dist = N(238,80) 
T9.dist = N(357,68) 
T10.dist = N(253,80) 
T11.dist = N(125,60) 
T12.dist = T13.dist = N(90,72) 
T14.dist = N(0,20) 
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CircleSmall und EllipseHorizontal 

 

CircleSmall-Parameter 

T1.dist = N(50,50) 
T2.dist = N(70,60) 
T3.dist = N(48,80) 
T4.dist = T5.dist = T8.dist =  
T9.dist = T10.dist = N(130,60) 
T6.dist = T7.dist = N(78,52) 
T11.dist = T12.dist = N(25,108) 

                     

EllipseHorizontal-Parameter 

T1.dist = N(70,30) 
T2.dist = N(42,18) 
T3.dist = N(336,32) 
T4.dist = N(305,33) 
T5.dist = N(198,23) 
T6.dist = N(121,54) 
T7.dist = N(666,105) 
T8.dist = N(135,45) 
T9.dist = N(106,13) 
T10.dist = N(302,28) 
T11.dist = N(215,40) 
T12 = Ø 
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